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Einleitung

Seit dem grundlegenden Artikel von Williams, Hinton und Rumelhart [RHW86] ist Backpro-
pagation (BP) als Lernmethode fiir neuronale Netze mit und ohne Riickkopplung sehr populir
geworden. Im Gegensatz zu vielen anderen Lernmethoden fiir neuronale Netze beriicksichtigt
BP die Netzstruktur und verbessert das Netz aufgrund dieser Kenntnis.

Soll eine weit in der Vergangenheit liegende Netzeingabe Einflufl auf die jetzt gewiinschte
Ausgabe des Netzes haben, so hat in der Regel bei einem zuféllig ausgewéhlten Netz diese
zuriickliegende Eingabe sehr geringen Einflufl auf den jetzigen Netzzustand. Deshalb wird auch
von BP-Lernalgorithmen in der Praxis nicht erkannt, dafl diese Eingabe fiir die gewiinschte
Ausgabe mitverantwortlich zu machen ist. Mit BP-Lernalgorithmen ist es also sehr schwer
einem Netz beizubringen, sich Eingaben zu ‘merken’, bis diese zur Erzeugung einer spiter
gewiinschten Ausgabe gebraucht werden. Weiterhin nehmen die iiblichen BP-Lernalgorithmen
fiir rekurrente Netze sehr viel Rechenzeit in Anspruch.

In vielen Fillen braucht man aber eine zuriickliegende Eingabe, so beispielsweise, wenn ein
Netz, wie bei Mozer [M0z90], lernen soll zu komponieren, da sich dort Notenfolgen wiederholen
und spdtere TonhShen von den vorhergehenden TonhShen bestimmt sind. Steuert ein Netz
ein Fahrzeug in einem Labyrinth, und erhilt das Netz die Fehlerinformation erst, falls das
Fahrzeug in einer Sackgasse ist, so sind hier auch zuriickliegende Entscheidungen iiber den
eingeschlagenen Weg von Bedeutung. Soll ein von einem neuronalen Netz gesteuerter Roboter
eine Aufgabe verrichten, so sind evtl. vorbereitende Tatigkeiten notwendig, deren Ausfiihrung
sich das System merken mu8.

In dieser Arbeit wird untersucht, wie man an das Problem der langen Lernzeit bei Netz-
eingaben, welche spiter noch Einflul auf die gewiinschte Ausgabe haben sollen, herangehen
kann. Dies kann geschehen durch die Netzarchitektur oder unter Nutzung der Struktur der
Eingabesequenzen. In Kapitel 4 wird ein Netz so aufgebaut, da weit zuriickliegende Eingaben
besser beriicksichtigt werden, als bei der herkémmlichen Netzarchitektur. Es werden hier ‘Spei-
cherknoten’ eingfiihrt, welche Information iiber einen beliebig langen Zeitraum tragen konnen.
Die Verkiirzung der Eingabesequenzen, unter Erhaltung aller relevanten Information, wird in
Kapitel 3 untersucht. Bei einer verkiirzten Eingabesequenz mufl man innerhalb dieser nicht so
weit in die Vergangenheit sehen, um die relevanten Eingaben zu erkennen. In Kapitel 1 werden
die verwendeten BP-Lernalgorithmen vorgestellt, welche dann in Kapitel 2 analysiert werden,
um die Ursache der langen Lernzeit zum Erlernen des Speicherns vergangener Eingaben zu
ermitteln. Zu den Lernalgorithmen ist zu sagen, dafl in manchen Féllen diese etwas modifiziert
wurden, um Rechenzeit einzusparen. Das bei den Methoden von Kapitel 3 und 4 auftretende
Problem der Ressourcenbeschaffung wird in Kapitel 5 behandelt.

Die in der Arbeit beschriebenen Versuche wurden auf Sparc-Stations von SUN durchgefiihrt.
Aufgrund von Rechenzeitbeschrankungen konnten algorithmenvergleichende Versuche nicht im
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gewiinschten Umfang durchgefiihrt werden. Es gab Testldufe, welche bis zu einer Woche auf
diesen Rechnern liefen, wobei aber auch andere Prozesse mit hoherer Prioritdt auf diesen Ma-
schinen vorhanden waren.

Die Definitionen und Notationen in dieser Arbeit sind keine bei Untersuchungen iiber neu-
ronale Netze iiblicherweise gebrauchten Bezeichnungen, sondern werden nur fiir die hier vor-
liegende Arbeit eingefiihrt. Der Grund ist, es gibt bisher keine einheitlichen, grundlegende
Definitionen fiir neuronale Netze, auf welche sich andere Autoren berufen hitten. Deshalb ist
nicht gewdhrleistet, dafl in den Definitionen und Notationen nicht Unstimmigkeiten mit anderen
Arbeiten auftreten.

Es wurden nicht alle Aussagen mathematisch exakt bewiesen, da die Arbeit nicht den An-
spruch einer mathematischen Analyse von neuronalen Netzen erhebt, auflerdem ist es sehr
schwierig einfache mathematische Formalismen fiir neuronale Netze zu finden. Die Arbeit will
vielmehr Ideen und Ansétze beschreiben und testen, um oben beschriebenes Problem der lan-
gen Lernzeit bei wichtigen in der Vergangenheit liegenden Eingaben besser in den Griff zu
bekommen.

Aufler den hier beschriebenen Methoden zum Lernen in nichtstatischen Umgebungen gibt
es noch den Ansatz des ‘Adaptiven Kritikers’, wie in [Sch90a] und [Sch90c| beschrieben. Der
Ansatz der ‘fast weights’ von Schmidhuber [Sch91b] fiihrt zu einer Speicherfunktion, allerdings
mit einem voéllig anderen Ansatz als in Kapitel 4, wo auch ein Speicher konstruiert wird.



Kapitel 1

Die verwendeten
BP-Lernalgorithmen

1.1 Notationen und Definitionen

Ein diskretes neuronales Netz N ist ein Tupel (W, f), wobei W eine (m + n, m + n)-Matrix,
die Gewichtsmatrix von N, ist. Sei w;; := W(i,5) € RUE, R ist die Menge der reellen
Zahlen und ¢ ¢ R wird gebraucht, falls an einer bestimmten Stelle kein Gewicht existiert,
dies wird spéter rigoros eingefiithrt. Man nennt f : R® — R"™ die Auswertfunktion oder
Aktivierungsfunktion von N.
Sei
M={F;| 1<j<rund E;:N, - R™}

die Menge der Eingabesequenzen bzw. Trainingssequenzen der Linge p mit | M | = r.
N, ={1,2,3,...,p} ist eine Teilmenge der natiirlichen Zahlen N. Eine Eingabesequenz E; € M
wird von N in p Schritten bzw. Zeitschritten verarbeitet, wie unten noch genauer beschrieben
wird. Wird gerade die Eingabesequenz E; verarbeitet, so liegt £; an N an, und zum Zeitpunkt
1 < g < p wird die Eingabe z(q) := E;(q) verarbeitet.

Sei g(g+1) : R?™ — (RU()",1 < ¢ < pund g(1) € (RU()™ die Funktion fiir die gewiinschte
Netzausgabe zum Zeitpunkt ¢ + 1 (allgemeiner ist g(¢ + 1) : R — p[(RU()"],1 < ¢ < p,
mit p(A) als Potenzmenge von A, wobei es hier eine Menge gewiinschter Netzausgaben gibt).
¢ € R wird gebraucht, falls keine gewiinschte Netzausgabe zum Zeitpunkt q + 1 existiert. Zur
Vereinfachung der Schreibweise wird d(g+1) := g(g¢+1) (z(1),z(2),...,2(q)),0 < g < p gesetzt.

Die Aktivierung des Netzes N ist y : N, — R", wobei y(q),2 < ¢ < p+1, die Aktivierung
des Netzes zum Zeitpunkt ¢ ist mit der Anfangsaktivierung y(1) € R", d. h. N ist mit diesem
Wert initialisiert.

Das Tupel (fi,i 4+ m),1 < 7 < n, heiBt der (¢ + m)-te Knoten von N oder die (i + m)-
te Einheit von N, wobei f; die Aktivierungsfunktion des (i + m)-ten Knotens und y;(q) die
Aktivierung des (i 4+ m)-ten Knotens zum Zeitpunkt ¢ ist. Als i-ten Eingabeknoten oder i-te
Eingabeeinheit bezeichnet man das Tupel (z,?) fiir 1 < 7 < m, welches auch oft verkiirzt nur
als i-ter Knoten oder i-te Einheit bezeichnet wird, falls Verwechslungen ausgeschlossen sind.
Ist d;(q) # (, so wird der Knoten (i + m) Ausgabeknoten zum Zeitpunkt g genannt. Der
Knoten (i+m) heiit Ausgabeknoten, falls d;(q) # ( fiir alle 1 < ¢ < p+1 ist. Der Vektor der
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Ausgabeknoten Zeitpunkt ¢ heiit Netzausgabe zum Zeitpunkt ¢. Knoten, die weder Eingabe-
noch Ausgabeknoten sind, bezeichnet man als versteckte Knoten.
Um die Notation zu vereinfachen, wird der Vektor z wie folgt definiert:

_ ] zi(q), 1<k<m
zk(q)_{ yk—m(q)7 m+1SkSn+m

und hieraus ergibt sich die Netzeingabe von N

m+n

St Np - Rna Sk(Q) = Z wklzl(q)7 1 S q S b, 1 S k S n,
=1, wi #¢

dabei ist sg(q) die Netzeingabe fiir die k-te Einheit.

Der Wert wy; wird Gewicht oder Verbindung vom Knoten / zum Knoten k genannt. Ist
wy; = &, so existiert keine Verbindung vom Knoten ! zum Knoten k. Es gilt wy; = £ fiir
k < m, d. h. zu den Eingabeknoten fiihren keine Verbindungen.

Eine endliche Folge (wj,jo, Wisjrs- -+ s Wjuju_y ) heilt Weg der Linge u vom Knoten jo zum
Knoten j, im Netz N.

Das neuronale Netz N heifit rekurrent oder zyklisch, falls ein Weg

(Wirjor Wigjs -+ s Winjuy )y 1< u<m,

mit w;;,_, # &, 1 <0< uund jo = j, existiert, andernfalls heifit das Netz N azyklisch.

Eine Verbindung wj; # £ heifit rekurrente Verbindung des Knotens j oder Verbin-
dung des j-ten Knotens auf sich. Ein solcher Knoten j heifit rekurrenter oder zyklischer
Knoten.

Ein Knoten ¢ eines azyklischen Netzes gehort zur Verzégerungsstufe V,,, falls mindestens
ein Weg (W, o Wisjrs -« - > Winju_y ) €Xistiert mit jo < m, d. h. jo ist Eingabeknoten, und j, =1
und wj,;, , # 1< 0 < u.

Ein Knoten ¢ eines azyklischen Netzes gehort zur u-ten Lage, falls i € V,, und Vst € Vi
Die Eingabeknoten werden als die erste Lage betrachtet.

Die Aktivierung des Netzes zum Zeitpunkt ¢ berechnet sich wie folgt:

¥k(q) = fr(sk(g — 1))

Der Fehler fiir den k-ten Knoten von N zum Zeitpunkt g ist:

ex(q) = { di(9) B,yk((l), Z:Eg; ;:ég .

Der Netzwerkfehler zum Zeitpunkt 7 ist die Fehlerquadratsumme (es kénnte auch eine andere
Norm verwendet werden)

E(r)= 3 Y lex(r)]".

keU
Nun ergibt sich der Gesamtfehler zwischen Startzeitpunkt 1 und Zeitpunkt ¢ < p+ 1 zu

q
Etotal(1,9) = D E(1) = Etorat(1,q — 1) + E(g).
=1
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Die Lernaufgabe ist das 3-Tupel (N, M,d), fir die eine endliche Folge N; von neuronalen
Netzen gefunden werden soll, so dafl die Summe des Gesamtfehlers der Eingabesequenzen

r

Eg = Z Etotal(17p+ 1)7
j=0,E;eM liegt an N; an

wenn man jede Eingabesequenz aus M genau einmal an das letzte Folgenglied N; anlegt, mi-
nimiert wird. Man versucht die Funktion g durch ein neuronales Netz N; zu approximieren,
indem man die Fehlerquadratsumme minimiert und so eine Folge von neuronalen Netzen N;,
mit N = N und N; als letztem Folgenglied, konstruiert.

Sei N; = (W', f*), so geht N;;; aus N; hervor mit fi+! = f* und Wil = Wi + AW?,
d. h. es werden die Werte der Komponenten von W' abgeindert, wobei gelten soll Wi(k,l) =
€& Witl(k, 1) =¢.

Die Lernaufgabe ist gel6st, falls das globale Minimum gefunden wurde, bzw. wenn der
Gesamtfehler eine feste Schranke unterschritten hat.

Ab jetzt werden nur existierende Verbindungen betrachtet, d. h. wg; # . Wiirde in einer
Summe ein wg; = £ vorkommen, so wird der Summand, der wg; enthélt, weggelassen, und auch
Ableitungen %H mit wg; = £ werden vernachldssigt, d. h. sie werden gleich null gesetzt.

Betrachtet man N; als Funktion mit der Parametermatrix W*, so kann man die aus der Nu-
merischen Mathematik bekannte Methode des Gradientenabstiegs verwenden, um den Fehler
von N; zu minimieren und so N;;+; zu erhalten. Die Lernmethode mit Gradientenabstieg nach
Newton ist als Backpropagation (BP) bekannt und wurde von Williams, Hinton und Rumel-
hart [RHW86] beschrieben, weitere Erliuterungen und Modifikationen dieses Lernalgorithmus
findet man in [Jor86], [Rob89], [RF87], [MP69], [Roh89], [Ghe89], [Pea89].

Mit der Methode des Newtonschen Gradientenabstiegs ist hier

: 4 R 9E(r)
T _
AW = —a 2 2 Twr
j=0,E;eM liegt an N; an 7=1
mit einer postiven Konstanten a als Lernrate.

Zur Berechnung von AW® miissen r = | M | Eingabesequenzen an N; angelegt werden.
Diese Zeitspanne der Erzeugung von AW’ nennt man Trainingszeitraum oder Trainings-
abschnitt. Bei praktischen Verfahren werden die Eingabesequenzen aus M beliebig gewdhlt,
zum Trainieren von N;. Hier werden zur Berechnung von AW’ mehr als r Eingabesequenzen
benétigt, um die Wahrscheinlichkeit zu erhdhen, dafl jede Eingabesequenz mindestens einmal
angelegt worden ist.

1.2 Der Algorithmus von Robinson und Fallside bzw. Willi-
ams und Zipser

Der Gesamtfehler zum Zeitpunkt ¢ wihrend dem Anliegen einer Eingabesequenz ist

q
Etotal(l’q) = Z E(T) = Etotal(l,q - 1) + E(Q),
T=1
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hieraus ist ersichtlich, daf es geniigt, £(q) wéhrend jedes Schrittes zu minimieren, um am Ende
des Trainingabschnittes die einzelnen Gewichtsanderungen aufzusummieren. Die Variable ¢ soll
ab jetzt die Anzahl der Schritte seit Beginn des Lernens fiir Ny angeben. Es sei

0E(q)

Awj(to + kp+ q) = —«a g

wenn to das Ende des letzten Trainingsabschnittes war und nun die (k+1)-te Eingabesequenz des
laufenden Trainingszeitraums anliegt. Bei dieser Eingabesequenz liegt gerade die ¢g-te Eingabe
an. Am Ende des Trainingsabschnittes ergibt sich also folgende Gewichtsianderung, wenn ¢; das
Ende des Trainingszeitraumes ist,

21
E Awij(t).
t=to+1

Der Fehler ex(q) ist zu jedem Zeitpunkt bekannt, da die Funktion d explizit bekannt ist, deshalb
mufB nur noch dyx(q)/0w;; berechnet werden, um

dE(q) Oyk—m(g
_6(”): E ek(q) 5 ( )
Wij  p=ms1 Wij
zu erhalten. Die Kettenregel liefert nun mit dem Kronecker Delta §
Iyk(g +1)
ow;;

) sz )+6 z](q>]

dies kann wegen %(?l = 0 fiir | < m vereinfacht werden zu
ij

% £L(sk(9)) [nf wi yéu:n(Q) +6,kz,(q)]
I=m+1

Der Anfangszustand ist unabhédngig von den Gewichten, so daf gilt M =0firl <k<
n,m+1<i<m+n1l<j<m+n. Also kann man die partlellen Ableitungen L:;(]ﬂ

inkrementell berechnen und durch die Variablen pij ersetzen, mit pz-j(l) = 0, somit ergibt sich

m+n
p5(g+1) = fi(sk(q)) [ Y wupl;™(g) + 6ikzj(‘I)] :
I=m+1

Mit der aktuellen Gewichtsianderung

m+n

Awii(g)=a Y. e(@pfi™

k=m+1
erhdlt man eine Gesamtgewichtsdnderung iiber den Trainingszeitraum von ¢y bis t;

t1

Aw,‘j: Z Awij(t).

t=to+1
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Verwendet man die logistische Funktion f(z) = #, so ergibt sich nun

fi(sk(9)) = yr(g + 1)[1 — yr(g + 1)].

Dieser Algorithmus wurde von Robinson und Fallside [RF87] spiter auch von Williams und
Zipser [WZ88] (siche auch [Pea88] und [Moz89]) modifiziert, so dal keine Grenzen fiir den
Trainingszeitraum mehr notwendig sind und das Netzwerk kontinuierlich lernen kann (‘Real-
Time’ Backpropagation), somit erhilt man zu jedem Zeitschritt ein neues N;. Erreicht wird
dies, indem man die Gewichtsmatrix zu jedem Zeitschritt neu berechnet. Auflerdem werden am
Anfang einer Eingabesequenz die Variablen pfj nicht auf 0 gesetzt und die Aktivierung y wird
nicht initialisiert, dadurch wird iiber die Grenzen der Eingabesequenzen hinweg zuriickpropa-
giert. Der so gewonnene Algorithmus ist kein exakter Gradientenabstieg mehr, aber bei kleiner
Lernrate wird dieser gut angendhert und der neue Algorithmus fiihrt in den meisten Fillen
zum Ziel. Bei dieser Version ergibt sich ein Speicherbedarf von O(n®) und eine Rechenzeit von
O(n*) pro Zyklus.

Die zweite Erweiterung ist die ‘Teacher-Forced’-Version des Backpropagation, d.h. die ak-
tuelle Ausgabe wird durch die gewiinschte Ausgabe ersetzt. Es mufl dabei auch die angenédherte
Ableitung pfj von 6%% auf 0 gesetzt werden, wenn die k-te Einheit eine ‘teacher-forced’ Aus-
gabeeinheit ist. Das Teacher-Forcing ist nach Williams und Zipser bei manchen Lernaufgaben
wie z. B. ‘stable oscillation’ sehr hilfreich. Nun zur ‘Teacher-Forced Real-Time’ Version:

tk(q) fir k<m

zk(q) = { dr(q) fir di(q) #¢
ye(q) fir di(q)=¢

0 fiur kE<m

0zk(q) _ 0 fur di(q)#¢
ow;; %&;;l fir di(q)=¢

Nun ergibt sich folgende Berechnungsformel:

m+n

Phila+1) = filsk(@) | X wwpli™(9) + 8uzi(9) | -
I=m+1,d;(g)=¢

Dieser Algorithmus und der vorherige Algorithmus sind nahezu identisch, nur dafl nun die
Gewichtsmatrix bei jedem Zeitschritt durch Aw;;(q) neu berechnet wird, die aktuelle Ausgabe
yk(q) einer Einheit durch das Teacher-Signal di(q) ersetzt wird und die entsprechenden p{-“j
Werte auf 0 gesetzt werden. Durch das Abdndern der Gewichtsmatrix bei jedem Zeitschritt
wird stindig ein neues N; erzeugt. Ist |W* — W*t!| klein, so kann W* = Wit! gesetzt werden
und es kann weiter zuriickpropagiert werden.

1.3 ‘Unfolding in time’ fiir zyklische Netze

Wie Minsky und Papert [MP69] zeigten, existiert zu jedem zyklischen Netz ein dquivalentes
azyklisches Netz, wenn man nur enlich viele Eingaben in der Eingabesequenz zulifit, es wird
also héchstens p Schritte zuriickpropagiert.
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Das zum zyklischen Netz dquivalente azyklische Netz entsteht, indem man ein Netz mit p+1
Lagen konstruiert, wobei jede Lage eine Kopie aller Knoten (incl. Eingabeknoten) des zyklischen
Netzes ist. Die Knoten der ersten Lage enthalten die Anfangsaktivierung und die ¢-te Lage fiir
1 < ¢ < p enthélt die Eingabe z(q). Ist j, die Kopie des Knotens j des zyklischen Netzes im
azyklischen Netz in der u-ten Lage und ist 7,4; die Kopie des Knotens 7 des zyklischen Netzes im
azyklischen Netz in der (u + 1)-ten Lage, dann ist ;,,,;, = w;; mit W als Gewichtsmatrix fiir
das azyklische Netz und W als Gewichtsmatrix fiir das zyklische Netz. Andere Verbindungen
als die gerade beschriebenen existieren nicht (siehe hierzu auch Abb. 1.1).

Man muf} also nur die letzten p Aktivierungen des zyklischen Netzes abspeichern, damit
man, wenn man p Schritte zuriickpropagieren mochte, Lernalgorithmen fiir azyklische Netze
verwenden kann, um zyklische Netze zu trainieren. Hier wird der Algorithmus von Rumelhart,
Williams und Hinton [RHW86] verwendet in einer ‘Real-Time’ Version &hnlich dem oben be-
schriebenen Algorithmus von Williams und Zipser. Zur Erkldarung des Algorithmus siehe auch
[Wer88] und [Pea89], wo auch ‘Unfolding in time’ Algorithmen behandelt werden.

Ab jetzt gibt das Argument ¢ nur an, in welcher Lage man sich befindet und die Indizierung
gibt an, um welche Knotenkopie es sich in dieser Lage handelt. Hier ist w;;(7) die Verbindung
von der Kopie des Knotens j in der Lage 7 zu der Kopie des Knotens ¢ in der Lage 7+ 1, weiter
ist w;;(7) = wij(t+1) fir 1 <7 <p—1und s(7) = Z;":l" w;;(7)z;(7) fir 1 < 7 < p. Es ist

0E(q) _ 0E(q) 9si(7)
Qwij(t)  0si(1) Qwij(1)’

mit 2 < ¢ < p+ 1 und weiter

0si(1) (r
owi;(t) 3(7)-

Sei (1) = _STEZ((%’ der Wert fiir die Abhdngigkeit des Fehlers von der Netzeingabe des Knotens
¢ in der Lage 7 + 1, so ist

___0E(q) 0z(r+1)
di(r) = _6z,-(7' +1) 8si(r)

Ist 7+ 1 = q und ist 7 eine Ausgabeeinheit zum Zeitpunkt ¢, dann folgt
9i(q — 1) = (di(q) — %:(9)) fi(si(a — 1)) = ei(q) fi(si(g — 1)).

Ist ¢ hingegen keine Ausgabeeinheit zum Zeitpunkt ¢, so folgt % = 0. Fiir 74+ 1 < ¢ erhilt
man mit der Kettenregel

0E(q) 3 0E(q) Osg(r+1)

0zi(T+1) ks (r-41) existiert Osk(t+1) 0zi(t+ 1)
_9E) __ .
Z Fox(r + l)wk,(r +1)= Z (T + Dwgi(7 + 1),

kyawgi(7+1) existiert k,wi(T+1) existiert

was zZu
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Lage p+1
Lage p
Hier ist ein zyklisches Netz dargestellt und
rechts ist das aequivalente azyklische Netz
skizziert. Die Knoten 1 und 2 sind Eingabe- Lage 2
knoten und die Knoten 3 und 4 sind rekurrente
Knoten. Es wird nur p Schritte zurueckpropa-
giert, wodurch sich rechts p+1 Lagen ergeben.
Lage 1

x1(1) x2(1) yi(1) y2(1)

Abbildung 1.1: Links ist ein zyklisches Netz dargestellt, welches zu einem azyklichen Netz
entfaltet wird, welches rechts dargestellt ist. FEs werden p Schritte zurickpropagiert, wodurch
man p + 1 Lagen im azyklischen Netz erhdlt. Die Knoten 1 und 2 sind Fingabeknoten und die
Knoten 3 und 4 sind rekurrent. In der Lage p+1 ist die Aktivierung der Eingabeknoten beliebig,
da diese Aktivierung nicht verwendet wird.
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9i(1) = fi(si(7)) Z (T + Dwri(7 + 1) =

kyawii(7+1) existiert

fi(si(1)) > Ie(T + Dwgi

kawii(T+1) existiert

fiihrt, d. h. die Werte ¥ kénnen sukzessiv berechnet werden, wenn man von der g¢-ten Lage
ausgeht.
Die Gewichtsdnderung fiir den Fehler E(q) ist also

Aw;(q) = o 2_: 2;(1)zi(1).
=1

Bei der hier verwendeten Version wurde nach Berechnung des Fehlers einer Lage sofort die Ge-
wichtsmatrix abgedndert, was der ‘Real-Time’ Version von Williams und Zipser des vorherigen
Algorithmus entspricht.

Die sukzessive Berechnung der ¥’s beginnend bei ¥;(¢ — 1) = e;(q) f/(si(¢ — 1)), mit 7 als
Ausgabeeinheit zum Zeitpunkt ¢, bezeichnet man als Fehlerriickflufl durch das Netz. Der
Wert 9;(q) ist der Fehler, der von dem Knoten j zuriickflieft.

Betrachtet man in jeder Lage I,1 <! < k nur eine Einheit und wird nun ein Fehlerriickfluf}
durchgefiihrt ausgehend von ¥;(k) bis zu 9;(k—1),1 <1 < k—1, so ergeben die zum Fehlerriick-
flufl benstigten Gewichte einen Weg von j in der (k + 1)-ten Lage zu ¢ in der (k — [+ 1)-ten
Lage. Dies bezeichnet man als einen Weg, entlang dem der Fehler von j zu i fliefit. Die
¥’s konnen durch Summation iiber alle Wege, die der Fehler zuriickfliefit, berechnet werden.

Beim Algorithmus von Williams und Zipser steckt der Weg, entlang dem der Fehler ex(g) mit
k als Ausgabeknoten zum Zeitpunkt g zuriickflieBt zum Knoten j, in den Variablen pfj(q +1).
Der Wert pfj(q + 1) enthilt die Summe aller Wege, die der Fehler vom Knoten k& zum Knoten j
zuriickflieBen kann, multipliziert mit der Aktivierung z;(¢—!— 1) des Knotens ¢ zum Zeitpunkt
g—1—1, wenn [/ die Lange des Weges angibt.



Kapitel 2

Untersuchungen zum Fehlerriickfluf

2.1 Die Methode von Williams und Zipser

Interessante Effekte des Fehlerriickflusses ergeben sich, falls einige der Gewichte des Netzes
konstant gehalten werden. Dies geschieht bei der oft verwendeten Methode der Systemiden-
tifikation (siehe hierzu z. B. [Sch90b], [And86], [BSA83], [Sam59], [Wil88], [SHI1], [Mun87],
[RF89], [Jor88], [NW89], [Wer87] ). Hier modelliert ein Teil des gesamten Netzes die Um-
gebung, um diese differenzierbar zu machen, wobei dieser Teil des Netzes spiter festgehalten
wird, d. h. die Gewichte sind fixiert. Nun kann man durch den Teil des Netzes, welcher die
Umgebung reprasentiert, zuriickpropagieren zu einem Teil des Netzes, welcher die Umgebung
steuert und kontrolliert. Wie in [Hoc90] niher erldutert ist, gibt es Instabilititen, falls Teile
des Netzes festgehalten werden. Hier ist mit Instabilititen gemeint, dal Gewichte oft so grof§
wurden, daB es zu einem Uberlauf der Float-Zahlen am Rechner kam. Dies war auch bei sehr
kleiner Lernrate der Fall, nur daB dann der Uberlauf erst spéter zu beobachten war.

Hier nun einige theoretische Betrachtungen einfachster Netze mit konstanten Gewichten bei
Verwendung des Lernalgorithmus von Williams und Zipser. Es werden nur Knoten mit linearer
Aktivierungsfunktion betrachtet, mit logistischen Knoten erhélt man ein &hnliches Ergebnis.

Beispiel 1 sieche Abb. 2.1, wo die Gewichte wss, wos, wa1, w3y fest sind und das Gewicht wy;
variabel ist:

2 _ 3 1
p]_z - w23plzold + w21plzold

3 _ 2 1
P = w32plzold + w31plzold

phi(t) =
wasp3i(t — 1) 4+ warpi;(t — 1) = was[waepd;(t — 2) + warpti(t — 2)] + warwi(t — 2) =
w3awa3pli(t — 2) + waswapi;(t — 2) + wayi(t — 2) =
waawaa[Wwaap3;(t — 3) + warpi;(t — 3)] + waswari(t — 3) + wa1%i(t — 2) = wawisp3;(t — 3)+
w32w23w21pii(t —3) + wosws1¥i(t — 3) + wayi(t — 2) =
waawas[wazp?;(t — 4) + wa1pl;(t — 4)] + waswazwar ¥i(t — 4) + wazwa1¥i(t — 3) + waryi(t — 2) =

11
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1. theoretisches Beispiel 2. theoretisches Beispiel 4. theoretisches Beispiel

3. theoretisches Beispiel

Abbildung 2.1: Hier sind einige theoretische Beispielnetze skizziert, an welchen die Probleme
gezeigt werden, die bei festgehaltenen Gewichten auftreten. Im 1. Beispiel ist nur das Gewicht
wy; variabel, ebenso im 2. Beispiel und im 3. Beispiel ist nur das Gewicht wo; variabel. Im
4. Beispiel sind die beiden Gewichte wq, und wy; variabel, hier sieht man auch, wie verschieden
stark zuriickliegende Fehler Einfluff auf die aktuelle Gewichtsinderung haben.
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w3y wispt;(t — 4) + waawiswspy;(t — 4) + wawazwa Yi(t — 4) + waswa1vi(t — 3) + waryi(t — 2) =

wwis[waspl;(t — 5) + warpy;(t — 5)]+
w32w§3w31y,-(t —5) + wawasw21¥i(t — 4) + waswz1¥i(t — 3) + waryi(t — 2) =
wi wispdi(t — 5) + wiwiswarpii(t — 5)+

Wwawia w31 Y; (t — 5) + wagwoswo1 Y (t — 4) + wazwz1yi(t — 3) + wayi(t —2) =

n-l n=1
= w23(w32w23) 2 P?i(t - ") + w21(w32w23) 2 P%z’(t - n)+

n-l n=1
2 2
wasws1 Y (waawz3) T lyi(t — 2k — 1) + wa Y (waawas) T yi(t — 2k),
k=1 k=1

fiir n ungerade und

= (wa2wa3) 2 p¥i(t — n) + wozwar (wazwas)? ~1pl;(t — n)+
3-1 5
waswsr Y (waawes) T lyi(t — 2k — 1) + wa Y (waawas) Ty (¢ — 2k),
k=1 k=1
fiir n ungerade. Der Induktionsbeweis ist leicht durchzufiihren. Es ergibt sich Instabilitat fiir

| wsawas | > 1. Tickt hier der festgehaltene Teil u Mal, so ergibt sich folgende Gleichung, wie
man leicht nachrechnet:

pli(t) =
o
u=1 u=1
waa(waawes) 7 pii(t — ) + p1i(t — u) [ war(wazwss) 7 + [war + waawsi] E (waawas)* | =
k=0

n (wa1 + 11)231031)((1113211123)MT_1 - 1))

u—1 u—1
was(Wwa2was) Z pyi(t — u) + pi;(t — w) | war(waawses) 2
w3awaz — 1

fiir 4 ungerade und

sy
= (wagwa3) 2 pi;(t — u) + pi;(t — u) ([wzl + wa3ws3i | Z(wszwzs)k) =
k=0

u)(w21 + wozwa )((wazwas)? — 1)

5 p2i(t — 1i(t =
(wa2w23) 2 py;(t — u) + pyi( w3awz3 — 1

)

fiir u gerade. Hier ergibt sich Instabilitit fiir | wspwes| > 1.
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Beispiel 2 sieche Abb. 2.1, wo die Gewichte wss, w43, waq, wo; fest sind und das Gewicht wq;
variabel ist:

2 4 1
P = w24plzold + leplzold

3 _ 2
Pi; = w32plzold

4 3.
Pi; = w43plzold

PL' = Yiold
pii(t) =
= waapii(t — 1) + wa1py;(t — 1) = wazwaap3i(t — 2) + wayi(t — 2) =
W32Wazwaapl;(t — 3) + waryi(t — 2) =
W32wazw3p1;(t — 4) + warwazwaawarpy;(t — 4) + waryi(t — 2) =
WaaWasw3,pe;(t — 5) + wagwazwaawa1Yi(t — 5) + wayi(t — 2) =

w§2w23w%4p%i(t — 6) + wawaswaawa Yi(t — 5) + waryi(t — 2) =

-1

= (w32w43w24)lpfi(t —n)+ wn E(w32w43w24)kyi(t -3k -2),
k=0
fir n = 3/ und I € N und
-1
= wa(waawazw2a)'pii(t — 1) + war (WarWaswaa) PLi(t — 1) + war Y (wapwazwaa)*yi(t — 3k — 2),
k=0

firn=3l4+1und ! € N und zuletzt

1
Wazwas(WaaWaswas) PRi(t — n) + war Y (waowaswaa)*yi(t — 3k — 2),
k=0
fir n = 31+ 2 und ! € N. Dies ist auch leicht durch Induktion zu beweisen. Instabilititen
ergeben sich hier fiir | wzowqzwaq| > 1.

Beispiel 3 siehe Abb. 2.1, hier sind die Gewichte wjg, wy4+1i, w;; fest und das Gewicht wy; ist
variabel:

r
r+1 _ )
Po; = Z wT+lzp0i01d

=1
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I I
Poi = Wupo; ) 4 + wlopgiold’ 1<I<r

pgz = y’old
Pt (1) =
T T T
S wepuphi(t —1) = > wepnwuphi(t — 2) + ) wepuwiophi(t — 2) =
=1 =1 =1

T T T
> wepnwiiphi(t — 3) + ) wepnwnwiopd;(t — 3) + yi(t — 3) Y wrpywio =
=1 =1 =1

T T
= wepnwpp ot — n) + Y wepnwl wiopit — n)+
=1 =1

n—3 T
Syt —k—3)) wepnwfwo =
k=0 =1

T T
Z wypnwl poi(t — n) + E wr W}~ wiopgi(t — )+
=1 =1

T n—3
E Wr4+11WI0 E wﬁyi(t -k-3)=
=1 k=0

.
Y (wrsnw] ™ poi(t = n) + wrpuwi~ wiopgi(t — n)+
=1

n—3

Wr411Wi0 E wflyz‘(t -k-3))=
k=0

T n—3
> wepn (wﬁ_lpfu(t — )+ wj  wpli(t — n) + wio Y whyi(t — k - 3))
=1 k=0

15

Wieder ist der Induktionsbeweis einfach auszufiihren. Hier ist die rekurrente Einheit auf r
Einheiten aufgeteilt, um evtl. ein starkes rekurrentes Gewicht auf viele schwache rekurrente

Gewichte aufzuteilen. Instabil ist dieses System, falls ein |w;;| > 1 ist fiir ¢ € {1,2,...,7r}.

Beispiel 4 sieche Abb. 2.1, die Gewichte ws3, w31, w32 sind fest und die Gewichte wqq, wy; sind

variabel, es soll y3(t) = @(t) gelten. Der RiickfluBl von fritheren Fehlern wird hier ersichtlich:

3 _ 3 1 2
p]_z - w33plzold + w31p1201d + w32p1’zold



KAPITEL 2. UNTERSUCHUNGEN ZUM FEHLERRUCKFLU8 16

p%z = w21p}i01d
1 _ .
P = y’old
3 _ 3 2
py1(t) = w33pz101d + w32p2101d
pgl = leld
e(t) = a(ys(t) — a(t))
N = wliyiold
W21 = W21 14 + epglold

. — - 3.
wl@ - wlzold + eplzold

Fiir den Beweis der weiter unten aufgefiihrten Formel erhélt man folgenden Induktionsanfang:
pii(t) =
wazpl;(t — 1) + wapt;(t — 1) + wagply(t — 1) =
waslwsspli(t — 2) + warpii(t — 2) + wazpli(t — 2)] + wayi(t — 2) + warwa (¢ — 2)pyi(t - 2) =
wisPti(t — 2) + waswsip(t — 2) + wazwaapli(t — 2) + war%i(t — 2) + wawa(t - 2)pLi(t — 2) =
wis[waapli(t — 3) + wapti(t — 3) + wazpli(t — 3)] + waswnyi(t — 3) + waryi(t - 2)+
wazwaawa1 (t — 3)p1;(t — 3) + waalwan (t — 3) + e(t — 3)p3y(t — 3)]yi(t - 3) =
wisphi(t — 3) + wiswayi(t — 4) + wizwap?;(t — 3) + waswaigi(t — 3) + wayi(t — 2)+
wazwaawa1(t — 3)p1;(t — 3) + wagwan (t — 3)ys(t — 3) + waze(t — 3)p3;(t — 3)wi(t — 3) =
wis[waapli(t—4) +wa1pLi(t—4) +waepli(t —4)] + wizwaryi(t —4) + waswaiyi(t—3) + war v (¢~ 2)+
wiswazwa(t — 4)p1(t — 4) + wazwsawar (t — 4) + e(t — 4)p3y (¢ — D]yt — )+
waa[wa1(t — 4) + et — 4)p31 (t — 4)]yi(t — 3) + waze(t — 3)[wssp3; (t — 4) + wazy1 (t = 5)]yi(t - 3) =
w33PTi(t — 4) + wizwazpti(t — 4) + wiwayi(t — 5)+
wiswa1¥i(t — 4) + wsswa1yi(t — 3) + waryi(t — 2)+
wiswaawar (t — 4)p1i(t — 4) + waswsawa (t — 4)3i(t — 4) + waewar (t — 4)yi(t — 3)+
waswsze(t — 4)p31(t — 4)yi(t — 4) + waze(t — 4)p31 (t — 4)9i(t — 3)+
waswsze(t — 3)p31(t — 4)yi(t — 3) + wire(t — 3)ya(t — 5)yi(t — 3) =
wis[waapli(t — 5) + wap1;(t — 5) + wazpli(t — 5)] + wiswaawan (t — 5)p1(t — 5)+
wiswz1yi(t — 5) + wiawa1yi(t — 4) + wazwa1yi(t — 3)+
wa19i(t — 2) + wizwaz[war(t — 5) + e(t — 5)p3 (t — 5)lpri(t — 4)+
wazwaa[wa1(t — 5) + e(t — 5)p31(t — 5)|yi(t — 4) + waslwar (t — 5) + e(t — 5)p3; (¢ — 5)]yi(t — 3)+
waswaze(t — 4)[waspy; (t — 5) + waapd; (t — 5)]yi(t — 4)+



KAPITEL 2. UNTERSUCHUNGEN ZUM FEHLERRUCKFLU8 17

waze(t — 4)[wsspay (t — 5) + wazp3y (t = 5)]wi(t — 3)+
waswsze(t — 3)[waspa; (t — 5) + waap3; (t — 5)]yi(t — 3) + whre(t — 3)yu(t — 5)yi(t - 3) =
w33p3i(t — 5) + wizwazpt;(t — 5) + wizwayi(t — 6)+
wiw31i(t — 5) + wiawa1gi(t — 4) + wasws1yi(t — 3) + wayyi(t — 2)+
wiswzwa(t — 5)p1(t — 5) + wizwspwa (¢ — 5)yi(t — 5)+
w3zw3aw21(t — 5)yi(t — 4) + wagwa1(t — 5)yi(t — 3)+
wiswaze(t — 5)pa;(t — 5)yi(t — 5) + waswaze(t — 5)pa; (t — 5)yi(t — 4)+
waze(t — 5)p3(t — 5)yi(t — 3) + wizwaze(t — 4)p3; (t — 5)yi(t — 4)+
waswsze(t—4)p31 (1= 5)yi(t —3) +waswiqe(t —4)p3, (t = 5)yi(t — 4) + wire(t —4)p5; (t = 5)yi(t — 3)+
wiswsze(t = 3)p3(t = 5)yi(t — 3) + wazwiqe(t — 3)p31 (¢ — 5)yi(t — 3) + wire(t — 3)y1(t — 5)yi(t — 3)

Hier die Induktionsaussage:
pi(t) =
w3spli(t — n) + wiz  wapi(t — n) + wiz lwagpl(t — n)+

n
wa1 Y whs 2yt — k) + wis *waawa (t — n)pli(t — n)+
k=2

waawa(t — n) E w§3_3y,-(t - k)+
k=3

n S
w3gpy (t — n)wiz > D e(t—s) ) w3 yi(t — k)+
s=3 k=3

n—1 s
wgngl(t - ")wgza_4 E e(t—s) E
s=3 k=3

n r—2 s
wis ui(t — k) + i Y wiztui(t— 1)) et —5) ) wiz vt — k)
r=5 s=3 k=3

Nun zum Induktionsschluf}, wobei die Variablen der Induktionsaussage ersetzt wurden:

pii(t) =
n+1
n 3 1 2 k-2
wzs[w3zpy;(t — (7 + 1)) + wa1p1;(t — (n + 1)) + wazpy;(t — (0 + 1))] + w3y Z waz “yi(t — k)+
k=2

wia ) P wagwan (t — (n + 1))phi(t — n)+

w2 wagwar(t — (R + 1))+ e(t — (n + 1))p3,(t — (n + 1))]ws(t — (n + 1))+

waawn(t — (n + 1)) + e(t — (n + D)ga(t — (n + )] > whs®yi(t - k)+
k=3
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waslwsspy (¢ — (n + 1)) + wazphy(t — (n + )i > e(t - s>2w33 it~ k)+
s=3

n—1 s
whvn(t = (n+ D))wiz* D et —s) Y wiz*vilt — k)+
s=3 k=3

w322w yl(t — T)Ze(t — S)Zw33 vi(t

wiyPpli(t = (n+1)) + wiwspli(t — (n+ 1)) + wiwsp?(t — (n + 1))+
(n+1) g
wa Y whs?yi(t — k) + wis T P wawa (t - (n+ 1))pli(t — (n+ 1))+
k=2
(n+1) (n+1)
waawa1(t — (n + 1)) Z whs 3yt — k) + waap3y (1 — (n + 1))wiz? D e(t - 9) E
s=3
(n+1)-1
wis yi(t — k) + whph (1 — (n+ D)wiz® Y- e(t—s) Z whs yi(t — k)+
s=3
(n+1)

w32 E wis yl(t—r)z:e(t—s)z:w33 yi(t

Zur letzten Umformung ist anzumerken, dafl mit s = n 4+ 1 gilt:

wane(t — (n + D)ph(t - (n+ 1) 3 whs®ut - k) =
k=3

waze(t — (n + 1))pd,(t — (n + 1))wl52 E wir )y (1 — k) =

waze(t — (n + 1))P21(t —(n+1))ws; ;2 E “’33 *yi(t

Fiir u Zeitticks des festgehaltenen Teils des Netzes gilt:

p3i(t) =
u—1
whsp3i(t — ) + [warp1;(t — u) + waapli(t — w)] Y why =
k=0
wo(w Wao (W 1
wiepi(t - w)+ 2By ) B L

P%l(t) =

18
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waz(wi; — 1
wisps; (t — u) + 325 33 1 )Pgl t—u).
33

Hier wurde angenommen, dafl y;(t) und e(¢) unabhingig von fritheren Zustdnden sind, was aber
in der Realitdt nicht der Fall ist.

Es ist
api;(t) _
Oe(t —1)
I
waapl (t — Dwig® Y whs'yi(t — k) =
k=3
I
wasph (t = 1) Y whi3yi(t - k)
k=3
und
6p:]?i(t) _ 3
6€(t _ 3) - ’U)32p21(t - 3)yz(t - 3)

Hieraus sieht man, da sich unter Umstidnden ein friiherer Fehler aufschaukeln kann, wenn
| wsz | > 1 ist. Je kleiner die Gewichte sind, entlang denen der Fehler zuriickflieft, um so
weniger geht der sich im Netz bewegende Fehler in die aktuelle Gewichtsinderung ein. Bei
kleinen rekurrenten Gewichten wird ein fritherer Fehler leichter ‘vergessen’.

2.2 Der ‘Unfolding in Time’ Algorithmus

Bei der Lernmethode des ‘Unfolding in Time’ wird nun quantitativ der Fehlerriickflu} unter-

sucht. Soll ein Netz Informationen iiber grofie Zeitrdume speichern kénnen, um diese Informa-

tionen spater zur Erzeugung einer gewiinschten Ausgabe zu gebrauchen, so muf} der Fehler iiber

diesen Zeitraum im Netz umbherflieBen. Dies kann durch zyklische Wege in einem zyklischen

Netz oder durch entsprechend viele Lagen in einem azyklischen Netz erreicht werden.
Betrachtet man den Fehler E(q), so gilt

9i(q—1) = 0 1 ist keine Ausgabeeinheit zum Zeitpunkt ¢
i\ | ei(q)fl(si(g —1)) i ist Ausgabeeinheit zum Zeitpunkt ¢

Es wird nur die Ausgabeeinheit s zum Zeitpunkt ¢ betrachtet und es wird der Fehlerriickflul
analysiert, die der Fehler e;(q) zur Einheit j in der (¢ — u)-ten Lage zuriickflieBt, um dann das
Gewicht w;; abzuéndern. Bei den beim Fehlerriickflufl verwendeten Knoten kann héchstens der
Knoten : ein Eingabeknoten sein, da zu den Eingabeknoten keine Verbindungen bestehen und
somit dort alle Wege enden.

Esist mit [, = jund lp = s

Pavye) _ o9(g-u) _
0zi(q — v —1)09;(q) 095(q)
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m+n m+n u

Z e Z H fl’k(slk(q - k))wlklk—l’

lo=m+1 lu=m+1 k=1

wobei man letzte Umformung induktiv erhélt, wegen

6’!9,,((] — k’) _ Wsy k=1
39.(q) | filsola— k) Lihn, 2By k>
Nimmt man an, dafl die Gewichte aus dem Intervall [—2+, 2] gleichverteilt sind, so ergibt sich
ein positiver Erwartungswert vy fiir |w;;|.

Sei § := n¥*! die Anzahl der Summanden in obiger Formel, wobei die Wahrscheinlichkeit,
daB ein beliebig ausgewdhlter Summand positiv ist, % ist. Diese Wahrscheinlichkeit ergibt
sich auch, falls erheblich mehr postive (negative) Gewichte als negative (positive) vorhanden
sind, denn fiir das Vorzeichen ist nur entscheidend, ob eine gerade oder ungerade Anzahl von

negativen Gewichten im Weg vorkommen, entlang dem der Fehler zuriickfliefit. Somit hat man
S
eine Wahrscheinlichkeit von (‘z) (%) , da} kK Summanden positiv sind.

Nimmt man noch einen durchschnittlichen Wert 3 von fi(s;(k)) fiir den Knoten ! in der
Lage k an, so erhilt man folgenden Erwartungswert

1 0%Awi;(q) _
ZE (' 095(q)0zi(q —u—1) l) -

(18) (%)S XS: (‘Z)(zk—s),

b=[5£2]

wobei der Faktor 2 bei k£ in 2k — 5 entsteht, da man auch negativen FehlerriickfluB beriicksich-
tigen mu8.

Verwendet man fiir die Aktivierungsfunktionen der einzelnen Knoten die logistische Funk-
tion, so hat man f/(si(k — 1)) = w(k)(1 — yi(k)). Wie viele Versuche zeigten, bewegt sich
die Aktivierung der Knoten bei dieser Aktivierungsfunktion zwischen 0.2 und 0.8, deshalb
wurde, wegen dem Mittelwert 5 f(?_ '28 y(1 — y)dy = 0.22, der Wert 3 = 0.22 verwendet. Wegen

fol y(1 — y)dy = %, konnte sich bei ungiinstigen Gewichten der Wert 8 noch verkleinern.

Zur Berechnung von
s ( 1)5 3 5!
k) \2) — kNS-k)25

wurde fiir grofles S die Stirling-Formel

Lo
n! = n"t2e " en /o, <

2nt1 - < 1on

verwendet. Somit ist

S (l)s——l exp(es — €k — €s—k+
k 9 _\/ﬂ P\Es k S—k

S(InS —In(S - k) —In2) + k(In(S — k) —Ink) + %(lnS —In(S - k) — Ink)),
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wobei In S = (u+1)Inn und ﬁ— lé—k—ﬁ <es—Er—€s—k < T95— 12,:+1 - 12(51k)+1 <
0 ist.

Die Abbildungen 2.2 bis 2.4 zeigen den Wert von %E (I #2)2;‘:;;—(% |) fiir verschiedene
Werte von . Bei der Initialisierung wurde bei den Versuchen vy = 0.1 gew&hlt, wonach der
Wert fiir 4 in den meisten Féllen stindig, aber sehr langsam wichst. Bei grofleren Werten fiir v
ist die Aktivierung der Knoten oft nahe an 1.0 oder 0, so dal man 3 dort kleiner wéhlen sollte,
was aber hier nicht beriicksichtigt wurde.

2.3 Zusammenfassung der Untersuchungen zum Fehlerriick-
flufl

Wie die vorangegangenen Analysen zeigen, sind die Gewichte eines neuronalen Netzes nicht
alle gleichbewertet, d. h. die Abhédngigkeit der Netzausgabe von den einzelen Gewichten w;; ist
von dem b-fachen Produkt P = ]‘[Ll fz-’k(sik(q — k))w;,j, anderer Gewichte w;,;,,1 < k < b,
abhéngig. Dies fiihrt zu Problemen bei der Einstellung von w;; auf einen idealen Wert durch das
Gradientenabstiegsverfahren, da entweder w;; zu stark oder zu schwach in den Gradienten der
Fehlerfunktion eingeht. Geht w;; zu stark ein, so ergeben sich Instabilitdten, da dieses Gewicht
bei jeder Gewichtsdnderung so stark abgedndert wird, dal der ideale Wert kaum gefunden
werden kann. Geht andererseits w;; zu schwach in den Gradienten des Fehlers ein, so wird w;;
kaum verdndert. Da aber P in Abhingigkeit von den Gewichten exponentiell fillt bzw. steigt,
ist eine Einstellung von P auf einen Wert, welcher um 1.0 liegt, sehr schwierig und langwierig,
da eine sehr kleine Lernrate hierzu bendtigt wird. Sind die Gewichte fest, so 18t sich P erst
gar nicht einstellen. Bei Lernbeginn werden die Gewichte um 0 initialisiert, da man das Netz
nicht auf extreme Gewichtswerte einstellen méchte, welche dann meist wieder abgebaut werden
miissen. Die Initialisierung fiihrt nun aber zu einem sehr kleinen Wert fiir P, was eine lange
Lernphase zur Folge hat.

Die Gewichte sind die Parameter der Funktionen, die durch das neuronale Netz reprasentiert
werden, doch bei dieser Art von Funktionen hat die Anderung der verschiedenen Parameter eine
sehr unterschiedliche Auswirkung auf die Funktionswerte. Wird zum Losen der Aufgabe jedoch
eine Einstellung aller Parameter benétigt, so kann dies zu Instabilitdten beim Lernen oder zu
einer extrem langen Lernzeit fiihren.

Zur Beseitigung des beschriebenen Problems gibt es zwei verschiedene Ansidtze. Durch
eine Reduzierung der Eingabesequenzen kann ein neuronales Netz gefunden werden, welches
weniger Eingaben verarbeiten muf, um die Aufgabe zu 16sen. Deshalb kann dieses Netz eine
einfachere Struktur besitzen, d. h. es werden zur Aufgabenlosung weniger auf einen idealen
Wert eingestellte Parameter benotigt. Diese Methode wird nun im anschlieenden Kapitel
niher untersucht. Die zweite Moglichkeit dem Problem zu begegnen, ist die Konstruktion eines
Netzes, so daBl die Parameter in anndherungsweise gleicher Groflenordnung in den Gradienten
der Fehlerfunktion eingehen. Eine solche Konstruktion wird in Kapitel 4 durchgefiihrt und
analysiert.
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Abbildung 2.2: Gezeigt ist hier der Wert von LE (l #{3?:’&% |) fiir v = 0.1. Die y-

Achse gibt die Anzahl der Knoten an, welche von 2 - 16 laufen. Die z-Achse gibt die Anzahl
der zuriickpropagierten Schritte an, welche von 2 - 9 laufen.
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Abbildung 2.3: Gezeigt ist hier der Wert von -E (l 593(a)9zi (1—u=T) |) fir v = 0.5. Die y-

Achse gibt die Anzahl der Knoten an, welche von 2 - 16 laufen. Die z-Achse gibt die Anzahl
der zuriickpropagierten Schritte an, welche von 2 - 9 laufen.
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Abbildung 2.4: Gezeigt ist hier der Wert von -E (l 593(a)9zi (1—u=T) |) fir v = 1.0. Die y-

Achse gibt die Anzahl der Knoten an, welche von 2 - 16 laufen. Die z-Achse gibt die Anzahl
der zurickpropagierten Schritte an, welche von 2 - 9 laufen.



Kapitel 3

Reduktion der Eingabesequenz

Um einen FehlerriickfluBl iiber weite Zeitspannen zu vermeiden, sollte die Eingabesequenz des
Netzes auf die wesentliche Information zusammengerafft werden, d. h. es sollen einzig die Einga-
ben der Sequenz an das Netz angelegt werden, die auch wesentliche Information enthalten. Dies
ist nur dann moglich, wenn die Eingabesequenz Strukturen besitzt, d. h. wenn RegelmaBigkeiten
in der Eingabesequenz vorhanden sind.

Diese RegelmdBigkeiten konnen als kausale Abhéngigkeit der einzelnen Eingaben betrachtet
werden. Hier ist gemeint, dafl bestimmte Eingaben durch vorherige Eingaben schon festgelegt
sind, diese determinierten Eingaben hingen somit kausal von den vorherigen ab. Die festge-
legten Eingaben beinhalten also nur redundante Information und kénnen durch eine geeignete
Funktion berechnet werden. Ziel ist es nun diese durch die vorherigen Eingaben festgelegten
Eingaben zu eliminieren, um so die Eingabesequenz zu verkiirzen.

Soll ein Netz die nachste Eingabe in der Eingabesequenz vorhersagen, so wird dieses Netz,
falls es hinreichend viele Netzknoten besitzt, nach geniigend langer Lernphase, genau die fest-
gelegten Eingaben vorhersagen kénnen. Hat man ein solches Netz, welches die determinierten
Eingaben vorhersagt, so kann man die nicht vorhergesagten Eingaben an ein anderes Netz
weiterleiten, das dann die nun reduzierte Eingabesequenz verarbeitet. Somit hat man die Ein-
gabesequenz verkiirzt, falls kausale Abhingigkeiten vorhanden waren, und dadurch kann der
FehlerriickfluB8, der zur Loésung der Aufgabe nétig ist, verkleinert werden, da nun relevante
Eingaben nicht mehr so weit auseinanderliegen.

3.1 Formale Betrachtung der Reduzierung

Nun wird die Reduzierung der Eingabesequenz formal betrachtet, wobei beliebige Ndherungs-
funktionen statt neuronaler Netze verwendet werden.

Sei ein p-Tupel E = (eq,...,€,) € R™*P mit e; € R™ gegeben, welches durch die differen-
zierbaren Funktionen v : R(™*) — R! und a : R(™+) — R™ und deren Initialisierungswerte
vo € R und @y € R™ eindeutig reduziert werden soll mit der Fehlerschranke €. Aus dem ent-
stehenden s-Tupel RE(v,a,vo,a0,€)((k1, €k, ), (k2,€ky),---,(ks,€x,)) € (Np ® R™)?,1 < s < p,
soll £ mit der Genauigkeit 6(¢) rekonstruierbar sein.

Es wird RE(v, a, v, ao, ) induktiv erzeugt, wobei mit eg € R™ beliebig

v; = v(€i-1,vi-1), @; = a(ej—1,v;—1) fiir 1 <1< p,

25
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ist. Sei weiter

w(eit1,ai41) fir |e;—a;| <eundi<p

w(e;,a;) = (3, €) fir |e;—a;|>ecundi<p
n fir |e;—ai| <eundi=p
Es ist
RE(v,a,vo,a0,€)(1) = w(ey, a1)
und ist
RE(v,a,vg,a0,€)(t — 1) = (kt—1,€k,_, ),
so gilt

RE(v,a,vo,a9,¢)(t) = w(ex,_, , Vk,_, ), fir w(eg,_,,v%_,) #nund 2 <t<s.

Sind die partiellen Ableitungen von v und a in einer Umgebung von (e;, =),z € R/, beschrankt,
so kann man durch evtl. Verkleinerung von ¢ die Sequenz E € R™*? aus RE(v, a, vo, ag, €) mit
der Genauigkeit 6(¢) berechnen, so daB8 | E(i) — E(i)| < 6(¢), 1 < i < p, ist.

Es ist

RE(v,a,v9,a0,€) : Ny, > N, @ R™

und E : N, - R™. Sei die Linge einer Eingabesequenz gegeben durch L(E) = p und L(RE) =
s, genauer definiert man mit G : N, — K die Linge von G durch L(G) := v.

Mit dieser Konstruktion kann man einen Reduktionsoperator definieren:

R(v,a,vo,a9,¢)(F) := RE(v, a, v, ao, €).

Sei weiter eine Menge ME = {E; |1 < i< r,E; € R™*P, E; = (e;1,¢€i2,..-,€ip)} gegeben, so
soll R(v,a,vo,a0,€)(ME) :={R(v,a,vo,a0,€)(E;)|1<i<r E; € ME} sein.
Sei weiter .
LE(R(v,a,vo,a0,¢)(ME)):= E L(R(v,a, v, ao,€)(E;))
=1
die Summe der Léngen der Folgen aus ME. Ist ¢ und ME gegeben und wéhlt man vg, ap
beliebig, so kann man

K(v,a) := LE(R(v,a,vo, a,€)(ME))

und K;(v,a):= L(R(v,a,vo,ao,€)(E;)) definieren, womit gilt K(v,a) = Y i—; Ki(v,a).

Durch die Minimumsbestimmung von K (v, a) erhilt man eine Menge von Folgen minima-
ler Lange, welche durch Anwendung des Operators R auf die Menge von Folgen M E entsteht.
Minimiert man nun schrittweise die Funktionen K;, indem man ein K; auswihlt und die parame-
trisierten Funktionen v, a durch Gradientenabstieg zu 9, @ verbessert, so dafl K;(?,a) < K;(v,a)
gilt, dann ist zwar nicht sichergestellt, dafl das globale Minimum von K gefunden wird, doch
man minimiert K.

Es gilt

Ki(9,a) < Ki(v,a) & |{a; | |&;j —aj|<e,1 <j<p}| < |{a;]| |e;j —aj|<e,1<j<p},

weshalb man fiir die Verbesserung von v und a als Fehlerfunktion F; = z?:l(eij —a;)? verwen-
den kann. Die Funktion a soll also das nichste Folgenglied bei einer Folge E; € M E vorhersagen
konnen, indem die vorangegangenen Folgenglieder verarbeitet werden.
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3.2 Kausaldetektoren

Ein neuronales Netz N; mit ! rekurrenten, versteckten Knoten und m Ausgabeknoten kann
die Funktionen v und @ représentieren. Die Fehlerfunktion ist oben gegeben, weshalb man das
Netz Ny durch BP trainieren kann. Dann kann R(v,a, v, ao,€) kiirzer geschrieben werden als
R(N1, NP, ¢), wobei NY die Aktivierung der Knoten von N; zu Beginn einer Sequenz ist. Bei
azyklischen Netzen ist N{ die Aktivierung der Knoten in der 1. Lage.

Die Eingabe e; und die eindeutige Zeitreprisentation von ¢ werden zu einem Netz N, wei-
tergeleitet, falls e; nicht durch N; mit einer Fehlerschranke € vorhergesagt worden ist. Diese
Idee stammt von Jiirgen Schmidhuber und wird genauer in [Sch91a] beschrieben, eine kurze
Erlduterung findet man auch in [Sch91c].

Das Netz N, besitzt dieselben Daten, welche in der urspriinglichen Eingabesequenz enthal-
ten sind, falls das Netz N, das Netz N; simulieren kann. Eine vollstindige Simulation von Ny
durch N; ist aber in den meisten Féllen zur Losung der gestellten Aufgabe nicht notwendig, die
Simulation dient lediglich zur Erzeugung der exakten urspriinglichen Eingabesequenz. Da in
der verkiirzten Eingabesequenz schon die gesamte Information enthalten ist, ist eine Simulation
zur Aufgabenlésung meist nicht notwendig.

Es ist nun moglich, dafl die RegelmaBigkeiten in der Eingabe verschieden leicht gelernt wer-
den konnen. In diesem Fall kann man die Eingabe stufenweise verkiirzen, d. h. das erste Netz Ny,
welches die Eingaben vorhersagen soll, verkiirzt die Eingabesequenz und leitet diese reduzierte
Eingabesequenz weiter an ein zweites Netz N, welches die verkleinerte Eingabesequenz incl.
Zeitreprisentation weiter zusammenrafft. Dies geschieht, indem N, versucht, die nichste Ein-
gabe in der verkiirzten Eingabesequenz vorherzusagen. Allgemein werden nichtvorhergesagte
Eingaben und zugehorige Zeitreprasentation einer Stufe an die ndchste Stufe weitergeleitet und
dort verarbeitet, indem man auf der nichsten Stufe die Eingabesequenz weiter verkiirzt oder
versucht, die gestellte Aufgabe zu l6sen, ohne nun so weit in die Vergangenheit propagieren zu
miissen.

Hier nun ein Beispiel fiir die Notwendigkeit der Zeitreprisentation. Sei

E, = (a,b,c,O,CIS, .- ',elp),

E; = (a,b,¢,0.5,€25,...,€e2,) und
E3 = (a,b,c, 1.0,635, .. .,egp),

somit nimmt e;4 mit der Wahrscheinlichkeit % die Werte 0, 0.5 und 1.0 an, ohne dafl diese
Eingabe vorhersagbar ist. Ein Netz wird jedoch lernen, den Erwartungswert 0.5 = % -0+ % .
0.5+ % -1.0 dieser Eingabe vorherzusagen, da so der durchschnittliche Fehler bei der Vorhersage
dieser Eingabe minimal ist. In einem Drittel der Fille wiirde das Netz die richtige Eingabe
vorhersagen, ohne dafl diese Eingabe vorhersagbar wire. Die Eingabesequenz der nichsten
Stufe wiirde aber nun weniger Information besitzen, als die urspriingliche Eingabesequenz, da
man in der verkiirzten Sequenz nicht erkennt, wo eine Eingabe weggefallen ist und so waren
bestimmte Aufgaben in der hoheren Stufe nicht 16sbar.

Dies Problem kann behoben werden, indem man statt der Zeitreprasentation ein Vertrau-
ensnetzwerk einfithrt, welches die Wahrscheinlichkeit fiir die korrekte Vorhersage der nachsten
Eingabe angibt. Das Vertrauensnetzwerk wird auf eine Ausgabe von 1.0 trainiert, falls das
Vorhersagenetzwerk die nichste Eingabe korrekt vorhergesagt hat, und auf 0 andernfalls. Das
Vertrauensnetzwerk wird nun lernen die relative Haufigkeit der richtig vorhergesagten Eingaben
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auszugeben und dies ist im Grenzfall (Gesetz der groflen Zahlen) die Wahrscheinlichkeit fiir die
richtig vorhergesagte Eingabe. Im vorher aufgefiihrten Beispiel wiirde das Vertrauensnetzwerk
lernen, % auszugeben, bei der 4. Eingabe in einer Sequenz.

Mit einem zusdtzlichen Vertrauensnetzwerk wird nun die Eingabe nur zur néchsten Stufe
gereicht, wenn die Wahrscheinlichkeit fiir die korrekte Eingabevorhersage unterhalb einer be-
stimmte Schwelle liegt. Somit werden zuféllig richtig vorhergesagte Eingaben auch zur nachsten
Stufe geleitet. Das Vertrauensnetzwerk verhindert also, daf zuféllig richtig vorhergesagte Einga-
ben zu Storungen in der néchsten Stufe fiilhren, da nicht erkennbar ist, ob in der Eingabesequenz
einzelne Eingaben durch Zufall nicht zur hoheren Stufe geleitet wurden.

3.2.1 Test mit 10 Schritten in die Vergangenheit

Nachfolgend wird ein Beispiel zum Testen von Netzen beschrieben, welche weit in der Vergan-
genheit zuriickliegende Eingaben speichern miissen, um eine gewiinschte Ausgaben zu liefern.

Sei G*™' = (a,b1,ba,...,bp—1) und G5~' = (z,by,by,...,b,—1), wobei {GZ™',G2™'} eine
Trainingssequenzmenge fiir ein neuronales Netz ist. Zu jedem Zeitpunkt liegt genau eine Ein-
gabe von genau einer dieser Sequenzen an. Liegt zum Zeitpunkt ¢ seit Lernbeginn b,_; als
Eingabe an, so muf§ das Netz nach Verarbeitung von b,_; entscheiden, ob G oder G5!
als Eingabesequenz verwendet wurde. Diese Entscheidung kann nur durch die Speicherung der
Eingaben a bzw. z erfolgen.

Es wurden Versuche durchgefiihrt mit p = 11, wobei G1° oder G1° zufillig gewihlt wurde
und N; diese als Eingabesequenz erhielt. N; hatte 13 Eingabeknoten, je einen fiir die Eingabe
a,z,b; mit 1 <7 < 10 und einen Eins-Knoten, der eine konstante Aktivierung von 1.0 hatte. Ein
Eingabeknoten (aufier dem Eins-Knoten) ist genau dann aktiv (d. h. die Aktivierung ist 1.0),
falls die entsprechende Eingabe anliegt, ansonsten hat der Eingabeknoten die Aktivierung 0. Ny
hatte keinen versteckten Knoten und 12 Ausgabeeinheiten, je einen entsprechend der Eingabe
aufler dem Eins-Knoten, um die néchte Eingabe vorherzusagen. Wie bei allen Versuchen wurde
die Gewichtsmatrix mit Werten aus [—0.2,0.2] initialisiert. Es waren keine Episodengrenzen
vorhanden, so dal N; am Ende einer Eingabesequenz die erste Eingabe der nichsten Sequenz
vorhersagen mufte.

Bei einer Lernrate von a = 1.0 war die maximale Fehlerquadratsumme von N; nach 100
angelegten Eingabesequenzen kleiner als 0.06, bis auf die Vorhersage der ersten Eingabe einer
Sequenz. Dieses Ergebnis blieb bei einer Reihe von Versuchen konstant, nur dafl ofters die
maximale Fehlerquadratsumme nach 100 angelegten Sequenzen niedriger als 0.06 war.

Obwohl bei diesem Beispiel kein Vertrauensnetzwerk notwendig wire, wurde ein solches doch
getestet. Das Vertrauensnetzwerk V; hatte dieselben Eingabeknoten wie Ny, keine versteckten
Knoten und eine Ausgabeeinheit. Mit ¢ = 0.1 als Fehlerschranke fiir ein nach 100 Seqenzen
festgehaltenes N; und einer Lernrate von 1.0, war der Fehler von V; nach 100 angelegten
Eingabesequenzen kleiner 0.1 fiir die Sollausgabe 1.0 und keiner 0.6 fiir die Sollausgabe 0.

Als Hemmschuh fiir die Verbesserung von V; wirkte die Verbindung von der Eins-Einheit
zur Ausgabeeinheit, da bei der korrekten Vorhersage von by, ..., b19 durch N; diese Verbindung
auf einen groflen positiven Wert gebracht wurde. Dies fiihrte dazu, dal V; bei der ungenauen
Vorhersage von a bzw. z auch einen hohen Wert lieferte, wegen dieser sich negativ auswirkenden
Generalisierung wurde der Eins-Knoten entfernt, wonach sich bessere Resultate ergaben.

Die Eingabesequenzen wurden von N; wie folgt reduziert:

R(N1, N7,0.1)({G1%, G1"}) = {((1,0)),((1,2))},
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wobei die Zeitrepriasentation vernachlissigt wurde, so dal N; als Eingabesequenz a erhielt,
falls an N; die Sequenz G1° anlag, und die Sequenz z, falls N1 G3° verarbeitete. Nachdem b;¢
von den Netzen verarbeitet wurde, sollte Ny bei vorherigem Anliegen von G1° den Wert 1.0
und bei vorherigem Anliegen von G° den Wert 0 ausgeben. Bei einer Lernrate von 1.0 und
einer Gewichtsinitialisierung aus [—0.2,0.2] war der Fehler von N3 nach 100 Trainigssequenzen
kleiner als 0.1. Die Netzstruktur von N, war genau dieselbe wie die von V; von oben. Dieses
Ergebnis bestétigte sich bei mehreren Versuchen.

Lie man die Netze parallel lernen, so war der maximale Fehler von N; nach 200 angelegten
Trainingssequenzen jedesmal kleiner als 0.15.

Wihlte man p groBer z. B. p = 101, so erhielt man dasselbe Ergebnis mit Netzen, die den
obigen entsprachen. Denn bei der Optimierung von N; spielt die Linge der Eingabesequenz
keine entscheidende Rolle, es miissen nur mehr Gewichte justiert werden.

Ein rekurrentes Netz, welches nach der Methode von Williams und Zipser trainiert wurde
fir p = 11, mit 13 Eingabeknoten incl. Eins-Knoten, einem versteckten Knoten und einem
Ausgabeknoten lieferte mit Lernrate o = 1.0 nach 50 000 Trainingssequenzen einen Fehler
kleiner als 0.1. Bei einer Lernrate o = 10.0 erhielt man dieses Ergebnis schon nach 5 000
Trainingssequenzen.

3.2.2 Komplexeres Beispiel

Seien die Mengen von Teilsequenzen

TEI = {(az,04),(01,04,05,06,07),(03),(04)} und

TE2 = {(a2’ as,ai, a4, as, ae, 0/7), (al, a4,0s, ae, 07), (03)7 (a1)7 ((13, (14), ((12, as, (l])}

gegeben. Reiht man zuféllig gewdhlte Elemente aus T E; hintereinander, so sieht man in der ent-
stehenden Eingabesequenz, daf (a;) die Teilfolge (a4) und (a;) die Teilfolge (a4, as, as, a7) nach
sich zieht. Bei einer Hintereinanderreihung von Elementen aus T Fy kann man erkennen, dafl
sich an (a2) die Teilfolge (a3, a1) und sich an (@, a4) die Teilfolge (as, as, a7) anschliefit. Da man
auf Episodengrenzen, d. h. auf Grenzen fiir die Eingabesequenzen, und auf eine Zeitreprisen-
tation verzichtete, ist die Linge der entstehenden Eingabesequenzen unerheblich. Es wurden
stattdessen Vertrauensnetzwerke verwendet.

Die Aufgabe ist nun, bei einer durch Hintereinanderreihung von Elementen aus T E; bzw.
TE; entstehenden Eingabesequenz nach der Verarbeitung von as den Wert 1.0 auszugeben,
falls seit dem letzten Auftreten von a; die Eingabe a3 nicht vorhanden war, ansonsten ist nach
Verarbeitung von a3z der Wert 0 auszugeben. Nach der Verarbeitung von a4 ist 1.0 auszugeben,
falls seit dem letzten Auftreten von a; die Eingabe as nicht zu beobachten war, ansonsten ist
nach Abarbeitung von a4 der Wert 0 auszugeben. Bei der Teilfolge (a;,a4) erfolgt nach der
Verarbeitung von a4 keine Ausgabe.

Hier hatte N; einen versteckten Knoten, einen Eins-Knoten und 7 Eingabe- und Ausgabe-
knoten. Zwischen 400 und 500 angelegte Teilsequenzen aus T'F; und zwischen 800 und 1 000
angelegte Teilseqenzen aus T E; bendtigte Ny, bei einer Lernrate von a = 1.0, als Training, um
den maximalen Fehler unter € = 0.15 zu driicken.

Danach ist

R(Nl,N{),Olf))(TEl) = {(1,&2),(1,&1),(1,&3),(1,@4)} und
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R(N1,ND,0.15)(TE;) =

{((1’ a'Z)’ (4’0'4))’ ((Lal)a (4,(1,4)), (170’3)7 (170'1)7 ((1,0'3), (2,(14))’ (1’a2)}'

Die durch N; reduzierte Eingabesequenz bekommt man, indem man die Teilfogen aus denen die
Eingabesequenz besteht, reduziert und in derselben Reihenfolge hintereinanderreiht, wie die ur-
spriingliche Eingabesequenz aufgebaut war, man muf} nur die entsprechende Zeitreprisentation
in der Eingabesequenz beachten. Die resultierenden Eingabesequenzen, aber ohne Zeitreprisen-
tation, bekam nun N; zu Gesicht, um die gestellte Aufgabe zu 16sen. Das Netz N besaB dieselbe
Netzarchitektur wie Ny, aber mit nur einer Ausgabeeinheit und es wurde wieder eine Lernrate
von a = 1.0 verwendet.

Bei parallelem Lernen von N; und N; war der Fehler von Ny ab durchschnittlich 8 000
angelegten Teilsequenzen aus TF; und ab durchschnittlich 10 000 angelegten Teilsequenzen
aus T F4 kleiner als 0.25.

Hier wurden auch Vertrauensnetzwerke getestet, wobei 2 verschiedene Konstruktionen dieser
Netze betrachtet wurden. Im ersten Fall hatte V; dieselbe Architektur wie Ny und bendétigte
nach dem Lernen von N; etwa dieselbe Zeit wie N;, um Werte zu liefern, bei denen der Fehler
klein genug war, um die Sollausgabe gut erkennen zu konnen.

Im zweiten Fall war V; ein azyklisches Netz, welches aufler den 7 Eingabeknoten von oben
noch zusétzlich die Aktivierung der versteckten Knoten von N; als Eingabe bekam. Hier hatte
V1 denselben maximalen Fehler, wie vorhin beschriebenes zyklisches V;, nach durchschnittlich
240 aus TFE; und durchschnittlich 600 aus TE, angelegten Teilsequenzen. Die Lernbeschleu-
nigung rithrt daher, daBl V; den Zustand von N; nicht erst lernen mu$B, sondern ihn schon als
Eingabe erhilt.

Dieselbe Aufgabe zu 16sen, wurde mit einem zyklischen Netz mit 7 Eingabeeinheiten, einer
versteckten Einheit und einer Ausgabeeinheit versucht. Mit dem Algorithmus von Williams und
Zipser, bei einer Lernrate von 1.0, konnte die Aufgabe nicht innerhalb von 100 000 angelegten
Teilfolgen gelést werden. Es wurden jedoch fiir TEy und T E; jeweils nur 2 Tests durchgefiihrt,
aufgrund von Rechenzeitbeschrankungen. Deshalb ist es nicht auszuschlieflen, daf8 bei entspre-
chender Lernrate und giinstiger Initialisierung der Algorithmus von Williams und Zipser doch
zum Erfog fiihrt. Da aber mit diesem Algorithmus viel weiter in die Vergangenheit propagiert
werden muf}, um die gestellte Aufgabe zu 16sen, ist selbst im giinstigsten Fall eine wesentlich
langsamere Konvergenz anzunehmen, als bei der hier vorgestellten Methode.

3.2.3 Beispiel fiir mehrstufige Kausaldetektoren

Seien die kontextfreien Grammatiken

Gl = ({A,B,C,D}, {f,g,el,eg,e3},{S - ABBel,S - BAAel,A - CCDeg,B - DDCez,

C— fgg63>D - gffeB,},{S}) und

G2 = ({A,B,C,D},{f,g,el,62,€3},

{S - ABBel,S - BAAel,S - AAAel,S i AABel,S i BBBel,
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S — BBAe;,A— CCDey, B — DDCe;,C — fgges,D — gffes, },{S})
gegeben, so dafl gilt Lg, C Lg,. Explizit ist

Lg, =

{fggesgffesgffesergffesfggesfggeseagf fesfggesfggeseses,
gffesfggesfggesesfggesgffesgffeseafggesgffesgf fesezer}

und
Lg, =

{fggesgffesgffeseagffesfggesfggeseagffesfggesfggesezer,
gffesfggesfggeseafggesgffesgffeseafggesgffesgf fesezen,
f99esgffesgffeseafggesgffesgffeseafggesgffesgffesezer,
f99esgffesgffeseafggesgffesgffeseagffesfggesfggesezer,
gffesfggesfggeseagffesfggesfggeseagffesfggesfggesezen,
gffesfggesfggeseagffesfggesfggeses fagesgffesgffesezer}.

Nachdem die Eingabe e; verarbeitet wurde, soll 1.0 ausgegeben werden, falls w € Lg, als
Eingabesequenz angelegt wurde, und 0, falls w € Lg, \ Lg, angelegt wurde.

N, ist ein zyklisches Netz mit 5 Eingabeeinheiten, 2 versteckten Knoten und 5 Ausgabeein-
heiten und soll die ndchste Eingabe in der Eingabesequenz vorhersagen. Jede Eingabe fiithrt zu
einer Aktivierung von 1.0 genau eines Eingabeknotens und ebenso soll genau der Ausgabekno-
ten mit 1.0 aktiv sein, welcher der ndchsten Eingabe entspricht. Die restlichen Eingabe- und
Ausgabeknoten haben eine Aktivierung von 0.

V1 erhilt die 5 Eingabeknoten von N; und zusdtzlich die 2 versteckten Einheiten von Ny
als Eingabe, daher benétigt V; keine versteckten Knoten. Der einzige Ausgabeknoten von V;
soll 1.0 sein, falls N; die ndchste Eingabe mit einer Fehlertoleranz von ¢; = 0.18 vorhersagen
konnte, ansonsten soll die Ausgabe 0 sein.

Falls die Ausgabe von V;j kleiner als 0.75 war, bekam N, die neue Eingabe von N; auch
als Eingabe. Da die Eingabesequenzen durch die Endemarkierungen e; ‘getaktet’ sind und ein
Vertrauensnetzwerk verwendet wurde, konnte auf die Zeitrepriasentation verzichtet werden. Da
Ny, V, dieselben Aufgaben wie Ny, V;j nur fiir reduzierte Eingabesequenzen hatten, hatte N,
dieselbe Architektur wie N; und V5 dieselbe wie V5. Auch hier war die Fehlertoleranz e = 0.18
und V; reichte die Eingabe von N, an das Netz N3 weiter, falls die Ausgabe von V; kleiner als
0.75 war.

N3 hatte denselben Aufbau wie Ny bzw. N; mit der Ausnahme, dal N3 nur eine Aus-
gabeeinheit hatte, mit der N3 die gestellte Aufgabe mit reduzierten Eingabesequenzen 16sen
sollte.

Alle Netze wurden mit einer Lernrate von a = 1.0 trainiert und die Gewichtsmatrizen
wurden mit Werten aus [—0.2,0.2] initialisiert. N, und V; wurden eingefroren, falls die Ausgabe
von V;j zum Sollwert 1.0 grofler als 0.85 war.

Es war dann
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R(N1,N?,0.18)(Lg,) =

{ (1, 1):(5,9),(9,9), (13, €2), (14, 9), (18, f),

(22, £),(26, €2),(27,9), (31, ), (35, f), (39, €2), (40, 1)),
((1,9),(5,£),(9; f); (13, €2), (14, f), (18, 9),
(22,9),(26,€2),(27, f),(31,9),(35,9), (39, €2), (40, €1)),
((1,£),(5,9),(9,9), (13, 2), (14, f), (18, 9),
(22,9),(26,e2),(27, f),(31,9),(35,9),(39, e2), (40,€1)),
((1,£),(5,9),(9,9), (13, €2), (14, f), (18, 9),
(22,9),(26,¢2),(27,9),(31, 1), (35, ), (39, €2), (40, €1)),
((1,9),(5,£),(9; f), (13, €2), (14, 9), (18, f),

(22, f),(26,e2),(27,9),(31, f), (35, f), (39, €2), (40, €1)),
((1,9),(5, 1), (9, f), (13, €2), (14, 9), (18, f),

(22, f),(26,e2), (27, f), (31, 9),(35,9), (39, €2), (40, €1))}.

N3 und V; wurden eingefroren, falls die Ausgabe von V; zum Sollwert 1.0 gréfler als 0.85 war.
Es war dann

R(N2, NJ,0.18)(R(N1, ND,0.18)(Lg,)) =

{((1,1),(14,9),(27,9),(40,€1)) ,
((1,9),(14, £),(27, f), (40, €1)) ,
((1, £),(14, £),(27, f), (40, €1)),
((1, £),(14, £),(27,9), (40, €1)) ,
((1,9),(14,9),(27,9), (40, €1))
((1,9),(14,9),(27, f), (40,e1))}.

Tabelle 3.1 zeigt die Versuchsergebnisse fiir sequentielles Lernen der einzelnen Stufen. Die
langere Lerndauer der 2. Stufe gegeniiber der 1. Stufe hat ihre Ursache in der um % verkiirzten
Eingabesequenz, die die 2. Stufe erhilt, somit bekommt die 1. Stufe pro Eingabesequenz 3mal
mehr Beispiele von Teilfolgen, die reduziert werden kénnen, als die zweite Stufe. Die erste Stufe
kann pro Eingabesequenz 9 Teilfolgen reduzieren, die zweite Stufe hingegen nur 3 Teilfolgen. In
der ersten Stufe wurden hochstens 250 Eingabesequenzen angelegt und bei erfolglosem Lernen,
d. h. die oben beschriebene ideale Reduzierung wurde nicht gelernt, der Versuch abgebrochen,
wobei in 2 von 10 Fallen der Versuch erfolglos war. Bei erfolglosen Versuchen war N; in einem
lokalen Minimum, welches wie folgt aussah: Sei die Teilfolge F' = (es, f, g, g, €3) gegeben, welche
an der Stelle ¢ in der Eingabesequenz E beginnt, so war

R(Ny, N?,0.18)(F) = ((i + 1, £), (i +2,9)),
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Versuchnr. | 1.Stufe e < 0.15 | 2.Stufe e < 0.15 | 3.Stufe e < 0.2
1. 160 300 16 000
2. 150 225 28 000
3. 165 350 25 250
4. 157 450 19 500
5. 100 400 13 500
6. 100 300 10 000
7. 150 250 13 500
8. 100 375 25 000

Tabelle 3.1: Die Fehlerschranke e in der 1. und 2. Stufe bezog sich auf die Fehlerquadratsumme
und die Fehlerschranke der 3. Stufe bezog sich auf den Fehlerbetrag der einzigen Ausgabe-
einheit. Die angegebenen Daten sind die Anzahl der angelegten Fingabesquenzen, bevor die
Fehlerschranke unterschritten wurde.

obwohl man diese Teilfolge zu (i + 1, f) reduzieren hitte kénnen. Ein symmetrisches, auch
aufgetretenes, lokales Minimum ergibt sich, wenn man f und g vertauscht.

In einem von 10 Fillen gelangte N, in ein analoges, vorher fiir N; beschriebenes lokales
Minimum.

Nun zum parallelen Fall, wo alle Netze gleichzeitig lernen. Hier treten ‘On-line’-Effekte auf,
so ist z. B. Ny in einem lokalem Minimum der 1. Stufe, doch N, lernt dieses zu korrigieren,
aber dann findet N; das globale Minimum der 1. Stufe und N; kann sich nicht auf die neue
Eingabesequenzen umstellen. Es kam auch vor, dafl wahrend der Lernphase fiir No, das Netz
N, gelernt hatte, die Eingabesequenz auf der Stufe von N, weiter zu reduzieren.

Siehe hierzu Tabelle 3.2 , wo die Versuchsergebnisse zusammengestellt sind fiir den parallelen
Fall, wobei bei 17 500 Eingabesequenzen abgebrochen wurde. In den Fillen, in denen N; und N,
im globalen Minimum ihrer jeweiligen Stufe waren, hdtte man nur linger warten miissen, bis N3
gelernt hitte die Aufgabe zu 16sen, wie der sequentielle Fall gezeigt hatte. Die lokalen Minima
waren dieselben, wie im sequentiellen Fall, aufler bei den Versuchen mit Nummer 14 und 16.
Dort konnte N; schon Aufgaben der 2. Stufe 16sen. Beispielsweise reduzierte Ny bei Versuch
16 die Teilsequenz F' = (eg, g, f, f, €3, f, 9, 9,€3), welche an der Stelle 7 in der Eingabesequenz
E beginnt, zu

R(Ny, NP?O'IB)(F) = ((t,€2),(: +1,9)),

wobei beim globalen Minimum der 1. Stufe im sequentiellen Fall gelten wiirde
R(Ny1, N2,0.18)(F) = ((3,€2), (i + 1,9),(s + 5, f)).

Bei diesen Versuchen gab es Instabilitdten, d. h. die Gewichte wurden so grof, daB es einen
Uberlauf am Computer gab. Die Instabilititen ergeben sich, da N; lernt Aufgaben von N,
zu 16sen, obwohl N3 noch trainiert wird, deshalb erhilt No plétzlich kiirzere Eingabesequenzen
und bekommt einen grofien Fehler. Will sich nun N; auf die neuen Sequenzen einstellen, so
hat Ny die Sequenzen evtl. schon wieder verkiirzt. Da das Einstellen von N3 auf die neuen
Sequenzen lidngere Zeit in Anspruch nimmt, hat N; unter Umstanden geniigend Zeit weitere
Strukturen in der Eingabesequenz zu erkennen.
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Nr. lok. Min. N, lok. Min. N3 | glob. Min. Ny glob. Min. N, | max. Fe. N3
1. — — 750 750 0.15 12 000
2. 750 - 1 500 1 500 1 500 750 - 1 500 0.15 5 250
3. —_— —_— 750 750 erfolglos
4. —_— —_— 750 750 erfolglos
5. — — 750 750 0.15 11 250
6. —_— —_— 750 750 erfolglos
7. —_— —_— 750 750 erfolglos
8. ab 13 500 i 12 750 750 12 750 erfolglos
9. — — 750 750 0.15 15 750
10. — ab 750 750 — 0.10 11 250
11. — — 750 750 0.25 17 250
12. ab 750 1 500, 3 000 — 750, 2 250, 3 750 | 0.20 17 250
13. —_— 750 750 erfolglos
14. | ab 3 750,10 500 d ab 750 750 — erfolglos
15. — 750 750 0.15 11 250
16. | ab 1 500,3 000 i 2 250 750 1 500 erfolglos
17. ab 750 ab 750 — — erfolglos
18. ab 750 — — 750 erfolglos
19. ab 7 500 ab 750 750 - 7 500 — erfolglos
20. —_— —_— 750 750 erfolglos

Tabelle 3.2: Tabelle fir paralleles Lernen von Kausaldetektoren in 8 Stufen mit der Trainigs-
sequenz Lg,. Bei den lokalen Minima ist angegeben, wieviel Trainigssequenzen ab Lernbeginn
sich das Netz in einem lokalen Minimum befand. Bei den globalen Minima ist angegeben, nach
wieviel angelegten Fingabesequenzen dies erreicht wurde. Mit i’ ist gemeint, daff die Gewichte
extrem grofie Werte hatten und wuchsen bis es einen Uberlauf fiir Float-Zahlen am Computer

gab.
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Zum Vergleich wurden einige Versuche durchgefiihrt, aufbauend auf dem Algorithmus von
Williams und Zipser, mit rekurrenten Netzen, welche jeweils zwei, fiinf oder zehn versteckte,
rekurrente Knoten besaflen und mit einer Anzahl von 75 000 bis 750 000 Eingabesequenzen
trainiert wurden. Bei fiinf Versuchen lernten die Netze nicht die gestellte Aufgabe zu l6sen,
wobei dreimal eine Lernrate von 1.0, einmal eine Lernrate von 0.1 und einmal eine Lernrate von
10.0 verwendet wurde. Aufgrund Rechenzeitbeschrankungen konnten keine weiteren Versuche
durchgefiihrt werden. Die Aufgabe scheint jedoch sehr kompliziert zu sein fiir rekurrente Netze,
da weder die letzten 27 Eingaben noch die ersten 13 Eingaben einer Eingabesequenz ausreichen,
um die gestellte Aufgabe zu 16sen.

3.3 Das Zeitiiberbriicker-System

Die mehrstufigen Kausaldetektoren konnen jedoch zu einem System aus nur zwei Netzen kolla-
biert werden, wobei nach dem Training ein Netz N1, auch Automatisierer genannt, alle Aufga-
ben der vorher beschriebenen Netze, aufler den Vertrauensnetzwerken, iibernimmt. Dieses von
Jiirgen Schmidhuber entwickelte Zeitiiberbriicker-System wird in [Sch91c] genauer beschrieben.

Zu bestimmten Zeitpunkten ¢, 2 < k < p, wihrend dem Anliegen einer Eingabesequenz,
gibt es eine gewiinschte Ausgabe und die gestellte Aufgabe fiir ein Netz ist es, diese Ausgabe
zZu erzeugen.

Fiittert man diese gewiinschte Ausgabe d(ix) im nichsten Schritt zusétzlich zu der Eingabe
e(ix + 1) € R™ in die Netze, so hat man eine erweiterte Eingabe &(ix + 1), nur daf bestimmte
Komponenten der neuen Eingabe lediglich zu festen Zeitpunkten (di(¢x) # () vorhergesagt
werden miissen. Somit ist die Losung der gestellten Aufgabe auf die Vorhersage der nachsten
Eingabe zuriickgefiihrt. Es ist

E(i):= (58))) €R™", 1<i<p, und
E(1)
d(p+1)

die neue Eingabe fiir das System. Ist dj(1) = (,1 <1 < n, so kann die Grenze fiir die Einga-
besequenz iiberschritten werden, um als zusdtzliche Eingabe zu E;11(1), der aktuellen Sequenz

E;;1, die letzte gewiinschte Ausgabe der letzten Sequenz E; zu haben, es ist E~,-+1(1) = (ﬁ‘(‘; ‘_ﬂ;),

wobei d’(p + 1) die letzte gewiinschte Ausgabe der letzten Sequenz ist und E;(p+ 1) fallt somit
weg. Dann wird ein Schritt eingespart, aber es muf} iiber die Grenzen der Eingabesequenzen
propagiert werden. Versteckte Knoten miissen nie zuriickgefiittert werden, da es fiir sie keine
gewiinschte Ausgabe gibt, womit man die neue Eingabe um einige Komponenten pro Eingabe-
vektor verkleinern kann.

Das Netz Nj, auch Zeitiiberbriickungsnetzwerk oder kiirzer Zeitiiberbriicker genannt,
wird trainiert, die nichste Eingabe in der durch N; reduzierten Eingabesequenz vorherzusa-
gen, wobei Ny vy versteckte Knoten und o = m + 1, 1 < I < n, Ausgabeknoten besitzt.
Aufler den Ausgabeknoten fiir die ndchste Vorhersage der Eingabe besitzt N; zusdtzlich v, + 0y
Ausgabeknoten, um die Aktivierung der versteckten Knoten und der Ausgabeknoten von N,
vorherzusagen. Also hat Ny genau 0; = vy + 02 + (m + 1) = v3 + 2(m + 1) Ausgabeknoten. Die

E(p+1):= ( ) € R™"
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Ausgabeknoten von N; und N, sind keine rekurrenten Knoten und sind untereinander nicht
verbunden.

Gibt es Strukturen in der Eingabesequenz, welche groflere Zeitspriinge in der Eingabese-
quenz zum Erkennen dieser Struktur notwendig machen, so wird diese Struktur zuerst von
N5 gelernt, da N; kiirzere Eingabesequenzen erhilt. Beim Auftreten einer Eingabe €,, welche
spater zur Vorhersage einer in der Zukunft liegenden Eingabe €;,b > a, bendtigt wird, speichert
N, diese anliegende Eingabe in seinen versteckten Knoten ab. Aus diesem Grund wird auch
Ny gezwungen, diese Eingabe €, entsprechend in seinen versteckten Knoten abzuspeichern,
um die Aktivierung der Einheiten von N; im weiteren vorauszusagen. Lernt N; die Eingabe
€, abzuspeichern, so besitzt N; die notwendige Information é, vorherzusagen und wird diese
Vorhersage auch lernen. Ab jetzt kann die Fingabesequenz durch N; weiter reduziert werden,
d. h. & wird als Eingabe nicht mehr an N, anliegen. Dies fiihrt dazu, dafl sich N; neuen Auf-
gaben widmen kann, da N, keinen Fehler mehr bekommt bei der Vorhersage von é,. Hat N,
gelernt, eine Eingabe vorherzusagen, so wird das ndtige Wissen zur Vorhersage dieser Eingabe
an N; vermittelt. Sagt nun N; aufgrund dieses Wissens diese Eingabe korrekt vorher, so ist N,
der Aufgabe entledigt, diese Eingabe vorherzusagen und kann nun versuchen, kompliziertere
Strukturen in der Eingabesequenz zu erkennen, was bisher evtl. nicht moglich war, da viele
Knoten zur Vorhersage dieser Eingabe bendtigt wurden. So kénnen schrittweise immer kom-
plexere Strukturen in der Eingabesequenz ermittelt werden und durch nur ein einziges Netz N,
erkannt werden.

Die Vorhersage der Aktivierung der Ausgabeeinheiten von Ny durch N; ist notwendig, da
in der reduzierten Eingabesequenz €, direkt vor €, stehen kann, d. h.

R(Ny, N, e)(E)(1) = (a,&,) und

R(Ny, N9, e)(B)(1 +1) = (b,&).

Ist dies der Fall, so kénnen die versteckten Knoten von N, umgangen werden, indem die Ausga-
beeinheiten von N; direkt durch Verbindungen von den Eingabeeinheiten beeinflufit werden. N,
konnte darauf trainiert werden, statt die Aktivierung der Ausgabeknoten von N; die letzte Ein-
gabe von N3 auszugeben, doch in den Ausgabeknoten ist die relevante Information deutlicher
enthalten.

Dieses System wurde mit G2° und G2° aus Abschnitt 3.2.1 getestet. N; hatte hier 24
Eingabeknoten (incl. Eins-Knoten und zuriickgefiitterte gewiinschte Ausgabe), einen versteck-
ten, rekurrenten Knoten und 47 nichtverbundene, nichtrekurrente Ausgabeknoten. Das Netz
N3 hatte ebenfalls dieselben 24 Eingabeknoten wie Np, einen versteckten, rekurrenten Knoten
(welcher nicht notwendig wire) und 23 nichtverbundene, nichtrekurrente Ausgabeknoten. Diese
Ausgabeknoten und der versteckte Knoten von Ny mufiten durch N; zusédtzlich zur nichsten
Eingabe vorhergesagt werden. Die beiden Nezte wurden parallel mit einer Lernrate von a = 1.0
trainiert, wobei jeweils nur 3 Schritte zuriickpropagiert wurde. Tabelle 3.3 zeigt die Ergebnisse,
falls das System die Aufgabe in weniger als 5 000 angelegten Eingabesequenzen gelernt hatte
und Tabelle 3.4 zeigt die Ergebnisse, falls das System zum Losen der gestellten Aufgabe mehr
als 5 000 angelegte Eingabesequenzen bendtigte, was in 6 von 30 Tests der Fall war.

Abb. 3.1 zeigt die beiden Gewichtsmatrizen fiir N; nach erfolgreichem Lernen.

Um zu zeigen, wie schwer die Aufgabe fiir ein rekurrentes neuronales Netz zu lernen ist, wur-
den auch Versuche mit G§, G5 und G¢, G§ durchgefiihrt. Es wurden die gewiinschte Ausgaben
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Versuchnr. | max. Fehler | angelegte Sequenzen
1. 0.11 3 000
2 0.13 2 500
3 0.02 3 500
4. 0.18 2 500
5. 0.09 3 500
6 0.09 3 000
7 0.10 3 000
8. 0.09 2 500
9. 0.12 4 000
10. 0.25 2 500
11. 0.14 2 500
12. 0.10 2 500
13. 0.07 3 000
14. 0.07 3 000
15. 0.09 2 500
16. 0.21 2 500
17. 0.09 3 000
18. 0.10 2 500
19. 0.11 3 000
20. 0.13 3 000
21. 0.10 2 500
22. 0.10 2 500

Tabelle 3.3: Tabelle fiir das Lernen des Zeitiberbriicker-Systems fir G20, G2, falls die Lernzeit
weniger als 5 000 angelegte Fingabesequenzen bendtigte. Der mazimale Fehler ist der Fehlerbe-
trag von Ny bei der Vorhersage der gewiinschten Ausgabe.

Versuchnr. | max. Fehler | angelegte Sequenzen
1. 0.05 30 000
2. 0.03 35 000
3. 0.06 25 000
4. 0.03 15 000
5. 0.05 30 000

Tabelle 3.4: Tabelle fiir das Lernen des Zeitiberbricker-Systems fir G3°, G2, falls die Lernzeit
mehr als 5 000 angelegte Eingabesequenzen benétigte. Der mazimale Fehler ist der Fehlerbe-
trag von Ny bei der Vorhersage der gewinschten Ausgabe. Die lingere Lernzeit ist auf die
unerwinschte Einstellung von N, auf die aktuelle Aktivierung von Ny zurickzufiihren.
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Hier sind die Gewichtsmatrizen fuer den Zeitueberbruecker nach erfolgreichem Lernen gegeben.

Das Zeichen ’+’ bedeutet ein positives Gewicht und -’ bedeutet ein negatives Gewicht.
v ist die versteckte, rekurrente Einheit und o ist die Ausgabeeinheit fuer die gewuenschte
Sollausgabe und ’eins’ ist der Einsknoten. Das "0’ unten ist die zurueckgefuetterte
gewuenschte Ausgabe.
Abbildung 3.1: Dargestellt sind hier die beiden gleich hdufig vorgekommenen Gewichtsmatrizen

fiir den Zeitiberbricker nach erfolgreichem Lernen. Groffe Gewichte, welche sich aufgrund der
Effekte aus 3.3.1 aufbauten, wurden nicht bericksichtigt.



KAPITEL 3. REDUKTION DER EINGABESEQUENZ 39

Testnr. | o | max. angel. Seq. | erfolgr. | gesamt
1. 1.0 5 Millionen 14 16
2. 10.0 5 Millionen 2 9
3. 4.0 5 Millionen 5 9

Tabelle 3.5: Tabelle der Versuche fiir G$, G5 mit rekurrenten Netzen. Angegeben ist die Lern-
rate, die mazimale Anzahl der angelegten Fingabesequenzen vor Abbruch des Programms, die
Anzahl der erfolgreich abgeschlossenen Versuche und die Gesamtzahl der Versuche.

Testnr. | o | max. angel. Seq. | erfolgr. | gesamt
1. 1.0 5 Millionen 0 5
2. 10.0 5 Millionen 0 6
3. 0.1 5 Millionen 0 5

Tabelle 3.6: Tabelle der Versuche fir G¢,GS mit rekurrenten Netzen. Angegeben ist die Lern-
rate, die mazrimale Anzahl der angelegten Fingabesequenzen vor Abbruch des Programms, die
Anzahl der erfolgreich abgeschlossenen Versuche und die Gesamtzahl der Versuche.

zuriickgefiittert, wie beim Zeitiiberbriicker-System und auflerdem 5 bzw. 7 Schritte zuriickpro-
pagiert. Das Netz hatte 8 bzw. 10 Eingabeknoten (incl. Eins-Knoten und gewiinschter Ausgabe)
und 7 bzw. 9 Ausgabeknoten, welche nicht rekurrent waren und untereinander nicht verbunden
waren. Auflerdem besafl das Netz einen versteckten, rekurrenten Knoten.

Tabelle 3.5 zeigt die Ergebnisse fiir G, G5 und Tabelle 3.6 zeigt die Resultate fiir G¢, GS.
Tabelle 3.7 zeigt die Ergebnisse fiir G§, G3, fiir erfolgreiches Lernen. Bei G}, G3 wurden einige
¥,(2) fiir den versteckten Knoten v ausgegeben. Tabelle 3.8 zeigt die Werte, wobei o der Knoten
fiir die gewiinschte Ausgabe ist.

Dies bestitigt die theoretischen Ergebnisse aus Abschnitt 2.2 und das dort beschriebene
Problem ist auch die Ursache fiir die lange Lernzeit.

Das System G2°,G2° wurde auch mit rekurrenten Netzen getestet, welche dieselbe Netz-
struktur wie vorhin bei G}, G4 besaBlen. Tabelle 3.9 zeigt die Ergebnisse fiir diesen Fall.

Mit rekurrenten, untereinander verbundenen Ausgabeknoten und zwei versteckten, rekur-
renten Koten wurde obiges System auch getestet. Hier erh6ht sich die Anzahl der Wege, entlang
denen der Fehler zuriickflieen kann. Bei giinstiger Initialisierung kann sich deshalb ein Erfolg
einstellen. Tabelle 3.10 zeigt die Ergebnisse, bei maximal 50 000 angelegten Eingabesequenzen.

Bei Versuchen, in denen 32 Schritte zuriickpropgiert wurde, gab es Gewichtsexplosionen,
d. h. es gab einen Uberlauf der Float-Zahlen. Der Fehler schaukelte sich auf, falls die rekurrenten
Gewichte zu hoch waren (siehe Abschnitt 2.1).
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Testnr. | o | angelegte Seq.
1. 1.0 1 900 000

2 1.0 3 500 000
3 1.0 2 450 000
4. 1.0 900 000
5. 1.0 250 000
6 1.0 750 000
7 1.0 300 000
8. 1.0 600 000
9. 1.0 350 000

10. 1.0 2 250 000
11. 1.0 250 000
12. 1.0 350 000
13. 1.0 550 000
14. 1.0 200 000
15. 10.0 150 000
16. 10.0 350 000
17. 4.0 2 400 000

18. 4.0 500 000
19. 4.0 1 200 000
20. 4.0 100 000

21. 4.0 250 000

Tabelle 3.7: Tabelle der Versuche fiir Gi,G4 mit rekurrenten Netzen. Angegeben ist die Lern-
rate, die Anzahl der angelegten FEingabesequenzen, bevor der mazimale Fehlerbetrag bei der
gewtnschten Ausgabe einen Wert von 0.1 unterschritten hat.
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| Gewichte | 9,(4) | 9y(3) | 9,2 | 9,(1) |
Wep = 0.072
Wy = 0.093 | 8.6%1073 1.8%107% |4.1%107%| 9.3%x10°8
Wop = 0.185
Wy = 0.136 | 3.2%1073 1.0%107% | 3.6%x107¢ | 1.3%1077
Wy, = 0.27
Wyy = —0.036 | 6.8%1073 | —5.5%x1075 | 4.9%1077 | —4.4%107°
Woy = 2.0
Wyy = —0.036 | 2.48 %1072 | —1.75%107% [ 1.3%107% | —1.0% 1078
Woy = 2.0
Wy = 2.0 1.9% 1072 88%1073 |4.4%x1073| 2.2%x1073
Woy = 5.0
Wyp = 5.0 5.6 % 1073 23%x107% | 1.4%1075| 9.0%1077

Tabelle 3.8: Fiir G, G5 sind hier noch einige Werte 9 fiir den Fehlerrickfluf8 aufgelistet, wobei
v der versteckte Knoten und o der Ausgabeknoten sein soll. Bei den Werten in der letzten Zeile
ergibt sich ein solch geringer Fehlerrickfluf, da aufgrund der hohen Gewichte die versteckte
FEinheit eine Aktivierung um 1.0 oder 0 hat, so daff die Ableitung extrem klein wird.

Testnr. | o | max. angel. Seq. | erfolgr. | gesamt
1. 1.0 1 Million 0 3
2. 10.0 1 Million 0 2
3. 3.0 1 Million 0 2
4. 1.0 2 Millionen 0 1
5. 10.0 1.5 Millionen 0 1

Tabelle 3.9: Tabelle der Versuche fir G?°,G2° mit rekurrenten Netzen. Angegeben ist die
Lernrate, die mazimale Anzahl der angelegten Fingabesequenzen vor Abbruch des Programms,
die Anzahl der erfolgreich abgeschlossenen Versuche und die Gesamtzahl der Versuche.
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Testnr. | a | gesamt | erfolgr. bei Modifikationen
1. 1.0 7 1 6 000 keine
2. 2.0 4 1 9 000 keine
3. 3.0 2 0 keine
4. 0.5 5 1 24 000 keine
5. 1.0 4 0 25 zuriick
6. 2.0 4 0 Aus. nicht rek.
7. 1.0 12 0 Aus. nicht rek.

Tabelle 3.10: Tabelle der Versuche fir G3°,G2° mit rekurrenten Netzen, wobei nun auch die
Ausgabeeinheiten rekurrent sind und 2 versteckte, rekurrente Knoten verwendet wurden. Fs
wurden mazimal 50 000 Eingabesequenzen angelegt. Bei erfolgreichen Versuchen ist angege-
ben (‘bei’), nach wievielen angelegten Eingabesequenzen der Fehler der Ausgebeeinheit fir die
gewtinschte Ausgabe kleiner gleich 0.07 war. Bei einigen der Versuchen wurden 25 statt 21
Schritte zurickpropagiert und einige andere Versuche hatten nichtrekurrente, untereinander
nicht verbundene Ausgabeeinheiten.

3.3.1 Probleme beim Zeitiiberbriicker-System
Automatisierer stellt sich auf aktuellen Zeitiiberbriicker ein

Da Zeitiiberbriicker (N3) und Automatisierer (N;) wihrend einer Eingabesequenz fiir N; ver-
schieden oft aktualisiert werden, gibt es ‘On-line’ Effekte beim Lernen der Vorhersage der
Aktivierung der Zeitiiberbriickerknoten durch N;. Das Netz Ny mufl zwischen 2 Aktualisierun-
gen von Ny immer dieselbe Aktivierung der Zeitiiberbriicker-Knoten vorhersagen, nun werden
die Gewichte von N; so gedndert, dafl im ndchsten Zeitschritt der Fehler kleiner bei der Vor-
hersage der Aktivierung der Knoten von Nj ist. So kann zwischen 2 Aktualisierungen von
Ny der Fehler bei der Vorhersage der Zeitiiberbriickerknoten durch N; sehr klein werden, da
sich der Automatisierer auf den aktuellen Zeitiiberbriickerzustand einpendelt. Wahrend der im
folgenden angelegten Eingabesequenzen muf} diese konstante Ausgabe bei der Vorhersage der
Zeitiiberbriickereinheiten durch den Automatisierer verindert werden, falls sich die Aktivierung
der Knoten von N3 gedndert hat. Hier ergibt sich evtl. wieder eine konstante Ausgabe durch
Ny, wenn die Zeitspanne zwischen nidchster und letzter Zeitiiberbriicker-Aktualisierung hinrei-
chend grof} ist. So stellt sich Ny nur auf den aktuellen Zustand von N; ein und lernt nicht, die
dynamische Anderung der Aktivierung der Zeitiiberbriickereinheiten zu simulieren.

Das eben beschriebene Problem ist die Ursache fiir die lingere Lernphase (iiber 5 000) bei
manchen Versuchen im vorherigen Kapitel mit G2°, GZ°. Denn dort &dndert der Zeitiiberbriicker
seine Aktivierungen nur alle 20 Schritte.

Mit G1% und G}% aus Abschnitt 3.2.1 wurde ein Zeitiiberbriicker-System getestet, doch obi-
ger ‘On-line’ Effekt verhinderte, dal N, lernte, die Ausgabeeinheit von N fiir die gewiinschte
Ausgabe 1.0, falls die Sequenz (a,b1,bs,...,b100) zuletzt angelegen ist, und 0, falls die Se-
quenz (z,by,bs,...,b100) zuletzt angelegen ist, vorherzusagen. Der Automatisierer konnte nur
die Eingabe a bzw. z incl. der gewiinschten Ausgabe fiir die vorherige Eingabesequenz nicht
vorhersagen. Deswegen wurde N3 nur bei der Eingabe a oder z, incl. der gewiinschten, zuriick-
gefiitterten Ausgabe, aktualisiert, d. h. Ny wurde nur alle 101 Schritte aktualisiert. Die Eingabe
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Testnr. | max. Fehler | angelegte Sequenzen
1. 0.10 30 000
2. 0.05 25 000
3. 0.05 25 000
4. 0.16 28 000
5. 0.25 40 000

Tabelle 3.11: Tabelle der Versuche fiir G1%°, G3%° beim Zeitiberbriicker-System. Der mazimale
Fehler ist der Fehlerbetrag der Ausgabeeinheit fir die gewiinschte Ausgabe.

Knoten | Eins | «a z v g b100
v -32(39(-18]73]|-6.6| 3.8
g -2.0 5.1
goc 6.2 145 |-43(43]|-5.1| 2.2

Tabelle 3.12: Gewichtstabelle fir die Gewichte des Automatisierers des 5. Tests von Tabelle
3.11 nach erfolgreichem Lernen. In einer Zeile sind die Verbindungen zum Knoten in der
1. Spalte dieser Zeile aufgefiihrt, wobei in der 1. Spalte aufler v nur Ausgabeknoten stehen.
In der 1. Zeile stehen aufer v nur Eingabeeinheiten, wobei g die zurickgefiitterte gewiinschte
Ausgabe ist. v ist der rekurrente versteckte Knoten, g ist der Ausgabeknoten fir die gewinschte
Ausgabe, Eins ist der Finsknoten und go ist der Ausgabeknoten, der die Zeitiberbriickerausgabe
fiir die gewiinschte Ausgabe vorhersagen soll.

a fiihrte dazu, dafl der Ausgabeknoten fiir die gewiinschte Ausgabe nach der Aktualisierung von
N, eine Aktivierung von 1.0 erhielt, wohingegen dieser Knoten bei der Eingabe z nach der Ak-
tualisierung von N, eine Aktivierung von 0 besaf.

Das Netz N; wurde nun mit einer seiner Ausgabeeinheiten trainiert, welche zur Vorhersage
des Ausgabeknotens von N, fiir die gewiinschte Ausgabe zustédndig war, wahrend 100 Schritten
einen Wert von 0 oder 1.0 auszugeben. Bei einer Lernrate von 1.0 wurde ein Fehler von 0.9 bei
dieser Ausgabeeinheit von N; im 1. Schritt nach der Aktualisierung von N; auf einen Fehler
von 0.1 im 30. Schritt zuriickgeschraubt. Der Automatisierer konnte die dynamische Anderung
des Zeitiiberbriickers nicht korrekt vorhersagen, da sich der Automatisierer auf den aktuellen
Zeitiiberbriickerzustand so schnell einstellte, dafl der Fehler, der zum Erlernen der dynamischen
Anderung der Aktivierung der Zeitiiberbriickerknoten notwendig ist, zu klein war.

In % der Fille lernte das System trotzdem, die gewiinschte Ausgabe zu liefern, wobei durch-
schnittlich 30 000 angelegte Sequenzen notwendig waren. Tabelle 3.11 zeigt die Ergebnisse bei
erfolgreichem Lernen.

Tabelle 3.12 zeigt die Gewichte, die bei erfolgreichem Lernen im 5. Test von Tabelle 3.11
entstanden. Es ist der stérende Einflul des ‘On-line’ Effekts deutlich erkennbar, wie man aus
den Verbindungen von der Eins-Einheit sieht.

Dieser Effekt wird vermieden, wenn man die Lernrate des Automatisierers hinreichend klein
wahlt, so daB keine Einstellung des Automatisierers auf den aktuellen Zeitiiberbriickerzustand
moglich ist. Eine andere Moglichkeit ist der Verzicht auf die ‘Real-Time’ Version des Algorith-
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mus, da so die Gewichte des Automatisierers wihrend einer Eingabesequenz nicht verindert
werden und deshalb der ‘On-line’ Effekt nicht moglich ist, es kommt dann aber zu sehr grofien
Gewichtsinderungen, da die einzelnen Anderungen aufsummiert werden.

Der 2. Grund fiir eine solch lange Lernzeit liegt darin, daB die versteckte, rekurrente Einheit
von N; zu Lernbeginn auf 1.0 gesetzt wird. Dies geschieht durch starkes positives Gewicht
von der Einseinheit und durch eine starke posititive Verbindung des Knotens auf sich. Die
versteckte Einheit wird verwendet, die Ausgabeknoten fiir a,z,b;,...,b190 auf 0 zu driicken,
denn es soll ja nur der Knoten, welcher der neuen Eingabe zugeordnet ist, ungleich 0 sein. Der
versteckte Knoten mufl jedoch zum Speichern von a bzw. z verwendet werden, deshalb muf}
der Fehler bei der Vorhersage der gewiinschten Ausgabe grofer sein, als die zusétzlichen Fehler,
die entstehen, falls die rekurrente Einheit keine Aktivierung um 1.0 hat. Der Fehler bei der
Vorhersage der gewiinschten Ausgabe mufl um einen Faktor 100 * 100 = 10 000 gréBer sein,
als der durchschnittliche Fehler, der bei einem Ausgabeknoten entsteht, falls dieser mit einer
weniger aktiven rekurrenten Einheit auf null gedriickt wird. Dieser Faktor ergibt sich, da die
gewiinschte Ausgabe nur ein Mal pro 101 Schritte einen Fehler liefert, wohingegen der Fehler fiir
das auf null Driicken der einzelnen Ausgabeknoten bei jedem Schritt bei 100 Knoten gegeben
ist.

Strukturen verschiedener Komplexitéit

Gibt es in der Eingabesequenz Strukturen mit verschiedener Komplexitidt, so wird der Au-
tomatisierer lernen, die einfachste Struktur zu erkennen, wobei mit einfachster Struktur die
Struktur mit geringster Komplexitdt gemeint ist, d. h. die Funktionen a,v aus 3.1 sind am
wenigsten komplex. Mit der reduzierten Eingabesequenz wird N, dann versuchen, die zweitein-
fachste Struktur vorherzusagen. Hat nun N, gelernt Teile von dieser Struktur vorherzusagen
und kann N; die Aktivierung von N, gut vorhersagen, so wird N; evtl. lernen, auch Teile der
zweiteinfachsten Struktur vorherzusagen. Dadurch werden jedoch die an N; anliegenden Ein-
gabesequenzen weiter reduziert und der Zeitiiberbriicker mufl nun lernen, diese neue Sequenz
richtig zu verarbeiten. Da nun Nj zu vorher eine andere Dynamik in der Anderung der Aktivie-
rung seiner Knoten besitzt, erhdlt N; einen grolen Fehler bei der Vorhersage der Aktivierung
der Knoten von N;. Nun wird der Automatisierer versuchen zu lernen, diese neue Dynamik
des Zeitiiberbriickers vorherzusagen und deshalb evtl. verlernen, die gerade gelernten Teile der
zweiteinfachsten Struktur richtig vorherzusagen. Aus diesem Grund bekommt N, wieder die
urspriingliche Eingabesequenzen und stellt sich wieder auf die alten Trainingssequenzen ein.
Somit mufl N, nun wieder die urspriingliche Dynamik von N; vorhersagen und man ist wieder
im Ausgangszustand.

Die Anzahl der von N; vorherzusagenden Aktivierungen von Knoten von Nj ist immer
grofer als die Anzahl der Komponenten der Eingabe, welche durch Ny vorherzusagen sind. Aus
diesem Grund ist es sehr wahrscheinlich, daB bei einer Anderung der Trainingssequenzen fiir
N, und der daraus resultierenden Anderung der Dynamik von N, der Fehler von Ny, bei der
Vorhersage von Nj, wesentlich grofer als der iibrige Fehler von N; ist. Dies wird verstarkt, da
der Fehler, bei der Vorhersage der einfachsten Struktur durch Ny, sehr gering ist.

Verkiirzt ausgedriickt ist das Problem nun folgendes:

N; lernt eine weitere Eingabe vorherzusagen, deshalb bekommt N; andere Eingabesequenzen zu
Gesicht. Daher dndert sich abrupt die Dynamik von N3 und dies fiihrt zu einem grofien Fehler
von N; bei der Vorhersage von N;. Durch diesen grolen Fehler verlernt Ny, die gerade gelernte
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weitere Eingabe vorherzusehen. Nun bekommt N, wieder die urspriingliche Eingabesequenz
und der Systemzustand ist wie zu Beginn.

Mit dem Beispiel aus Abschnitt 3.2.3, mit den Grammatiken G; und G3, wurden Versu-
che gestartet mit dem Zeitiiberbriicker-System. N; lernt die 1. Komplexitédtsstufe sehr gut
vorherzusagen, d. h. die Teilsequenzen, an der Stelle 7 beginnend, werden wie folgt reduziert:

R(Nla N{),E)((g,f, f7 63)) = ((%g)) und
R(Nl,N{),E)((f,g,g,eg)) = ((%f))

Der Automatisierer reduziert keine anderen als obige Teilsequenzen und der Zeitiiberbriicker ist
dabei, die 2. Komplexititsstufe zu lernen. Wire N in der 2. Komplexitatsstufe schon perfekt, so
wiirde es zu folgender Reduktion, von bei ¢ beginnender Teilsequenzen der 2. Komplexititsstufe,
kommen:

R(Nz, Ng,s)((g,f, f7 62)) = ((@,g)) und

R(NZ’ Ngvs)((.ﬂg,g,eZ)) = ((27 f))

Doch wéhrend der Lernphase von N3 lernt auch N; groflere Teilsequenzen reduzieren wie
z. B. die Teilsequenz (eq, f, 9,9, €3,9, f, f, €3,9) beginnend an der Stelle ::

R(NlaN{)ag)((eZ’ f’g’gaeS’g7f7f7e3vg)) = ((ian)a(i"' 17f)7(2+ 9,9))

Dadurch erhilt N, weiter reduzierte Eingabesequenzen und N; kann die Aktivierung der Knoten
von N nicht vorhersagen. Deswegen gibt es betragsmaBig grofle Gewichtsanderungen von Ny,
da Nj nun einen groflen Fehler erhdlt und obige Verkiirzung der Teilsequenz verlernt wird und
es gibt folgende Reduzierung:

R(NlaN{)ag)((e%fagagae&g’f,f,efi,g)) = ((i762)7(i+ 17f)7(l+ 579)7("" gag))

Bei groflerer Lernrate (a > 1.0) kann es auch zu Gewichtsexplosionen bei den Gewichten von
N7 kommen, d. h. Ny hat um Zehnerpotenzen zu grofle Gewichte, die wieder abgebaut werden
miissen, was aber sehr lange Zeit in Anspruch nimmt, da die Aktivierung der Knoten von Ny
nahe an 1.0 oder 0 liegt und deshalb die Ableitung der Aktivierungsfunktion sehr niedrig ist. Die
Gewichtsexplosion entsteht durch den plotzlich auftretenden grofien Fehler bei der Vorhersage
von Ny durch N;.

Dieses Problem kann behoben werden, wenn man die ‘Off-line’ Version, die im Abschnitt
3.3.2 beschrieben ist, des Algorithmus verwendet, da dann die Eingabesequenzen fiir Ny kon-
stant bleiben.

Bei hinreichend kleiner Lernrate wird dieser nachteilige Effekt nicht dazu fiihren, daf§ das
System nicht mehr aus dem lokalen Minimum findet. Da durch die auftretenden pl&tzlichen
Anderungen das Netz N; nicht alles bisherige Gelernte wieder verlernt, d. h. die gelernte Re-
duktion der Eingabesequenz durch N; bleibt erhalten.

3.3.2 Modifikationen des Algorithmus

Diese von Schmidhuber vorgeschlagenen Modifikationen dienen dazu, die vorher beschriebenen
Probleme zu umgehen. Eine genau Beschreibung der Abdnderungen und weitere Modifikationen
des Algorithmus findet man in [Sch91c].
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Die ‘Off-line’ Version

Das Problem des vorherigen Abschnitts kann vermieden werden, falls man erst N; trainiert und
dann N, und nun wieder Ny und so weiter. Das Netz N3 erhilt bei festgehaltenen N; immer
dieselben Eingabesequenzen im Gegensatz zu der Version, in der N; und N parallel lernen.

Die Frage, wann das Trainieren von N; bzw. N; abgebrochen werden kann, ist jedoch
schwierig, da man nie weif}, ob die Netze noch hinzulernen. Oder man stoppt das Lernen von Ny,
obwohl bestimmte Teilsequenzen nur in manchen Féllen reduziert werden und in anderen Fillen
nicht. So kénnte N3 verschieden reduzierte Eingabesequenzen erhalten, d. h. eine reduzierbare
Teilsequenz ist in einer Eingabesequenz reduziert und in einer anderen Eingabesequenz nicht,
was zu langerer Lernphase von N; fiihrt, da nicht generalisiert werden kann.

Riaumliche Selektion

Die Eingabe und Vorhersage bei Ny kann sich auf die Komponenten des Eingabevektors be-
schrinken, welche durch N; nicht vorhergesagt werden konnen. Hier ist gemeint, dal N3 nur
von den Ausgabeknoten Fehler bekommt, die durch N; nicht richtig vorhergesagt worden sind.
Bei der Eingabe fiir N, sollten die durch N; korrekt vorhergesagten Eingaben einem festen kon-
stanten Wert entsprechen (z. B. 0). Es wére auch sinnvoll in einer Umgebung dieses konstanten
Wertes keine Eingabewerte zuzulassen, um fiir N, deutlich zu machen, daf diese Eingabe keine
Information enthilt.

Wie man sich leicht iiberlegt, benétigt man fiir N nur die von N; nicht vorhergesagten
Eingaben, denn die iibrigen Eingaben sind von den vorherigen Eingaben kausal abhingig und
konnen mittels einer entsprecheden Funktion berechnet werden.

Zur Erleichterung der Losung der Aufgabe fiir N konnte N; jedesmal den gesamten Ein-
gabevektor erhalten.

Andere Zeitrepriasentation

Das Netz N, kann auch die aktuelle Aktivierung von N; als Eingabe bekommen, statt der
Zeitreprasentation, da N den aktuellen Zustand der Umgebung in seinen Knoten gespeichert
hat. Hier ist nicht die absolute Zeit entscheidend, sondern die Situation, in der sich N; gerade
befindet. Dies ist dann evtl. mehr problemorientiert, als die Eingabe der absoluten Zeit, doch ist
nicht gesichert, dafl der Zustand von N; eindeutig ist, d. h. daB bei einem bestimmten Zustand
von N; die vorherige Teilsequenz eindeutig ist.

Modifikation der Vorhersage der Zeitiiberbriickerknoten

Um zu verhindern, dal N; beim Lernen von N, zu viele Knoten vorhersagen mu$B, ist es
evtl. besser bei der Architektur von N; einen ‘Flaschenhals’ zu erzeugen, d. h. es existiert eine
minimale Anzahl von Knoten, iiber die alle Information zu den Ausgabeeinheiten weitergeleitet
wird. Die Ausgabeknoten werden nur durch diese Knoten aktiviert, also miissen diese Knoten
die gesamte Information tragen. Nun reicht es, wenn N; nur die Aktivierung dieser Knoten
vorhersagt, womit die Information kompakter gelernt wird.
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Der Zeitiiberbriicker als Experte

Bis jetzt war der Zeitiiberbriicker Experte fiir grofle Zeitabstinde, doch man kann N3 auch
verwenden, um kompliziertere Eingabevorhersagen schneller zu lernen. Hierzu bekommt N,
vor jeder vorherzusagenden Eingabe e;, die also von N; nicht vorhergesagt wurde, die direkt
in der urspriinglichen Eingabesequenz vorangehende Eingabe e;—;. Man kann auch mehrere
vorherige Eingaben e;_;,€;_;41,...,€,—1 als Eingabe fiir N; liefern, doch N; erhdlt nur einen
Fehler bei der Vorhersage von e;. Somit konzentriert sich N, auf die schwierig vorherzusagenden
Eingaben und lernt diese evtl. vorhersagen. Dann wird das Wissen, wie man diese Eingaben
berechnet und vorhersagt auf N; iibertragen und N; wird lernen, auch die komplizierteren
Eingaben vorherzusagen. Jetzt kann sich N, auf noch komplizierter zu berechnende Eingaben
konzentrieren und versuchen, diese vorherzusehen.



Kapitel 4

Konstanter Fehlerriickfluf3

Eine andere Moglichkeit, um zu verhindern, daf§ der Fehler beim Zuriickpropagieren durch die
Zeit zu klein wird, ist den Fehlerriickfluf konstant zu halten. Entsteht der Fehler e;(t) zum
Zeitpunkt ¢ an dem Ausgabenknoten i und wird dieser zu dem Eingabeknoten k zum Zeitpunkt
t — | zuriickgereicht, so soll der Fehler, der dort ankommt, genau so grof} sein, wie der Fehler,
der an dem Eingabeknoten k zum Zeitpunkt ¢t —/ — 1 ankommt. Somit werden fiir das Zu-
standekommen eines Fehlers an den Ausgabeknoten alle vergangenen Eingaben gleich bewertet
und nicht, wie im herkémmlichen Backpropagation, die letzten Eingaben viel stirker gewichtet.
Dies ist bei Aufgaben, bei denen vergangene Eingaben Auswirkungen auf die gewiinschte Aus-
gabe haben, sehr hilfreich und fiithrt zu starker Konvergenzbeschleunigung. Im Unterschied zum
Zeitiiberbriicker-System muf hier die Eingabesequenz nicht reduzierbar sein, d. h. es braucht
keine Struktur in der Eingabesequenz vorhanden sein. Dieses Verfahren ist sinnvoll, falls ab-
straktere Eingaben vorliegen, die keine offensichtliche Struktur besitzen, wie z. B. Namen von
Unterprogrammen, die ausgefithrt wurden, wichtige Situationen, die in der Vergangenheit vor-
handen waren oder Zusammenfassung von vergangenen Zustdnden der Umgebung.

Wie schon in Abschnitt 2.2 gezeigt wurde, kann es zur Ausloschung eines Fehlers kommen,
wenn der Fehler auf unterschiedlichen Wegen in die Vergangenheit flieit, da FehlerriickfluB iiber
negative Gewichte zu einer Vorzeicheninderung des zuriickflieBenden Fehlers fiithrt. Deshalb
wird der Riickflul des Fehlers nur iiber eine einzige Einheit durchgefiihrt. Diese Einheit baut
eine Briicke in die Vergangenheit durch ein starkes positives, rekurrentes Gewicht auf sich, das
wahrend des Lernens fixiert ist. Bei verschieden BP-Lernaufgaben mit rekurrenten Einheiten
und einer Abhédngigkeit der Sollausgabe von vergangenen Zustinden kann beobachtet werden,
dafl wahrend des Lernvorgangs des Netzes erst eine Briicke in die Vergangenheit gebaut wird,
indem positive rekurrente Verbindungen der Knoten auf sich geschafft werden. Dadurch kann
jetzt ein betragsmé@Big hoherer Fehler in die Vergangenheit flieen, somit werden vergangene
Zustande in gréferem Mafe beriicksichtigt.

Eine solche Einheit, auch konstanten Fehlerriickfluknoten (KFR-Knoten) genannt,
mit einem starken positiven rekurrenten Gewicht auf sich kann als Systeminvariante betrachtet
werden, welche an- und ausgeschaltet werden kann und so Information iiber die Zeit hinweg
rettet. Durch die Verbindungen von den Eingabeknoten zu dem KFR-Knoten wird der Einluf3
der Eingabe auf den KFR-Knoten gesteuert.

Mozer [Mo0z90] beschreibt ein verwandtes System, wobei der Fehler bei der rekurrenten
Einheit ¢ aber mit einem Faktor 7 + (1 — 7)y;(1 — yi)w;; zuriickflieit, was bedeutet, daB der
KFR-Knoten mit diesem Faktor ab- bzw. zunimmt. Dieser Faktor ist kleiner 1 fiir w;; < 4.0

48
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und fiir w;; > 4.0 kann sich ein Fehlerriickflul grofler oder kleiner 1 ergeben, je nach der
Aktivierung y;. Das Aufbauen eines Gewichts von 4.0 beansprucht aber einige Zeit. Bei Mozer
ist die Abhingigkeit einer solchen Einheit 2 von der Eingabeeinheit j

Oy _ (1 — 2 Vans
6zj_(l T)yi(1 — yi)wi;.

D. h. das An- bzw. Ausschalten eines solchen Knotens zieht nur eine kleine Aktivierungsander-
ung nach sich. Nach einiger Zeit ist der KFR-Knoten ’verschmiert’, d. h. die Aktivierungen
des an- und des ausgeschalteten KFR-Knotens differieren sehr wenig, da noch eine Anderung
der Aktivierung durch spitere Eingaben hinzukommt. Die beiden extremsten neuen Aktivier-
ungen von y;(t) zu einem Zeitpunkt t sind a; = 7y;(t — 1) und a2 = 7y (t - 1)+ (1 — 7).
Betrachtet man diese Variable zu einem spiteren Zeitpunkt ¢+ u, wobei by die Aktivierung von
yi(t+u) fiir y;(t) = a1 und by die Aktivierung von y;(t + ) fiir y;(t) = a2 ist, so ist bei gleicher
Eingabe nun by > by, d. h. b; kann auf b, gesetzt werden, aber nicht umgekehrt. Wie dies
zeigt, kann man mit diesem Verfahren den KFR-Knoten nicht beliebig aus- und einschalten.
Mozer beniitzt sein Verfahren aber nur, um vergangene Eingaben in einem ‘Context-Layer’
zwischenzuspeichern und will wahrscheinlich nicht alle vergangenen Eingaben gleich bewerten.
Er mochte vielmehr den Fehler verschieden stark in die Vergangenheit schicken.

Wie in Abschnitt 1.3 hergeleitet wurde, ist 9;(¢) = f/(s;(t)) 3= (¢ + 1)wy;. Betrachtet man
nur den k-ten Knoten, so ergibt sich

9;(t) = fi(si())weidr(t + 1).
Fiir einen konstanten Fehlerriickflul vom k-ten zum j-ten Knoten mu#f} also gelten

fi(z)wg; =1, d. h.

z
fi(2) o + c.

Nur eine lineare Einheit 148t einen konstanten Fehlerriicklauf auf sich selbst, bei festem Gewicht,
zu. Deshalb kann man eine lineare Einheit mit einem Gewicht von 1.0 auf sich verwenden.
Es sind hier aber Episodengrenzen notwendig, da sonst die Aktivierung des linearen Knotens
zu stark anwéchst und man keine geeigneten Werte fiir das An- bzw. Ausschalten des KFR-
Knotens durch vergangene Eingaben findet. Es mufl dann auch nur bis zu den Episodengrenzen
zuriickpropagiert werden.

Hat man ein Netz mit einem KFR-Knoten, so sollte erst das Netz trainiert werden, wobei
die Gewichte zu dem KFR-Knoten nicht gedndert werden, da ansonsten dieser Knoten auf einen
konstanten Wert, z. B. 1.0, gesetzt wird oder Aufgaben iibernimmt, die auch andere versteckte
Knoten 16sen konnen. In diesem Falle ist es schwer, die Verbindungen so abzuidndern, daf dieser
Knoten wieder frei zur Verfiigung steht. Das Netz wird trainiert, ohne die Verbindungen zum
KFR-Knoten zu dndern, wobei nur u Schritte in die Vergangenheit propagiert wird, bis keine
Leistungsverbesserung mehr festzustellen ist. Nun wird mit dem KFR-Knoten die Vergangen-
heit abgetastet, indem man den Fehler, der an diesem Knoten ankommt, in die Vergangenheit
weiterreicht, hier werden nur die Verbindungen, die zu diesem Knoten fiihren oder von ihm
ausgehen, verdndert. Auflerdem wird nur ein Fehler in die Vergangenheit geschickt, wenn der
maximale Fehler an einem der Ausgabeknoten eine feste Schranke ¢ iiberschreitet, denn in die-
sen Fillen konnte die gewiinschte Ausgabe von vergangenen Zustinden abhingen. Findet nun
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auch hier keine Leistungsverbesserung mehr statt, so wird wieder wie oben das Netz trainiert,
ohne die Verbindungen zum KFR-Knoten zu dndern. Im Gegensatz zu oben kann hier dem
Netz Information aus der Vergangenheit zur Verfiigung stehen, welche im KFR-Knoten und
dadurch evtl. auch in den anderen versteckten Knoten gespeichert ist.

Da der KFR-Knoten Verbindungen zu den versteckten Knoten hat und diese wiederum
Verbindungen zum KFR-Knoten haben, kann der KFR-Knoten auch von mehreren Eingaben
in der Vergangenheit beinflult sein. Diese Eingaben miissen einen zeitlichen Abstand haben,
der kleiner als u ist, da bei den normalen versteckten Knoten nur u Schritte in die Vergangen-
heit propagiert wird. In diesem Fall mufl nun aber 6fters zwischen Lernen des KFR-Knotens
und Lernen des iibrigen Netzes hin- und hergeschaltet werden, da die versteckten Knoten das
Abspeichern von Information fiir den KFR-Knoten lernen miissen.

Ist zwischen den relevanten Eingaben fiir den KFR-Knoten ein zeitlicher Abstand grofler
als u oder gibt es mehrere Systeminvarianten, so wird der gerade trainierte KFR-Knoten ab-
gesichert, indem man verbietet, daf sich die Verbindungen zum KFR-Knoten dndern. Wird
nun der aktuelle KFR-Knoten wie ein versteckter Knoten betrachtet, so kann ein neuer KFR-
Knoten hinzugefiigt werden. FErgibt das Hinzunehmen einer neuen Systeminvarianten keine
Leistungsverbesserung, so ist keine neue Systeminvariante vorhanden oder es war zu schwer
diese zu finden.

Auch hier kann Schmidhubers Idee der rdumlichen Trennung, siehe hierzu [Sch91c]|, greifen,
indem man evtl. nur die Fehler e; in die Vergangenheit schickt, die eine feste obere Grenze
iiberschritten haben. Somit wird der KFR-Knoten speziell fiir diese Fehler trainiert, dadurch
konnten aber andere Fehler vergroflert werden. Diese werden dann beim Lernen des gesamten
Netzes wieder erniedrigt.

Im Idealfall sollte der KFR-Knoten einen hohen und einen niedrigen Wert haben, welcher
von den vergangenen Eingaben abhingig ist und relativ konstant bleibt. Auflerdem sollte das
rapide Anwachsen einer linearen Einheit evtl. vermieden werden, um den KFR-Knoten besser
steuern zu kénnen. Dies kann durch eine logistische Einheit erreicht werden. Im folgenden wird
nur das Gewicht w einer logischtischen Einheit auf sich und die negative Verbindung b zum Eins-
Knoten betrachtet. Auflerdem sollte die Aktivierungsfunktion fiir diese Einheit 2 Attraktoren
0 <z < 0.5und 1.0 > z > 0.5 haben und einen konstanten Fehler zuriickschicken, falls
die Aktivierung dieser Einheit gleich z, oder gleich z; ist. Der Wert z ist ein Attraktor der
Funktion f, falls eine Umgebung U(z) existiert, so daB

zeU(z)=> f"(z) >z, firn — oo

gilt. Es wird die Funktion f(z) = m betrachtet, da nur die rekurrente Verbindung
w und die Verbindung b vom Eins-Knoten relevant sein sollen, denn alle anderen Netzeingaben
sollten klein sein, wenn der KFR-Knoten nicht aus- oder angeschaltet werden soll. Es muf} also
gelten:

1=w(l-21)z1 = w(l—z2)z9
hieraus folgt

T9 = 1 — z1 weiter sei z := 1.
Fiir die Fixpunkte a der Funktion f(z) ergibt sich

1
@= 1 + exp(—wa + b)

= 1 1 =exp(—wa +b)=In(1 —a)—In(a) = —wa + b
a
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v — In(a) —In(1 —a)+ b

. ; a€{z,(1-2)}.
Also gilt
In(z) —In(1—-2z)+0b _ In(1-2z)—1In(z)+b
T l1-2z
0= (ﬁ 3 %) N In(1 —1:1:_) ; In(z) In(z) —Ln(l - z) _
z—14+z zln(l-z)—zln(z)—(1—2z)ln(z)+ (1 — z)In(1 — 2)
1-2z)z 1-2z)z
_In(z) —In(1 - z)
=b= 2z — 1 '

Fiir w erglbt sich deshalb
1n(z)—ln(1—x)+ _(—)_le‘r 11
w = —

_ 2zIn(z)-2zIn(1-)—In(z) +In(1 —z) 4+ In(z) —In(1 —z)
B (2z — 1)z -
_ 2(In(z) — 1n(1 — 2))

7 1 , also w = 2b,
x_

was man auch fiir a = 1 -z erhdlt. Die Konvergenz und der Einzugsbereich der Fixpunkte wird
nun im folgenden berechnet. Sei f(~z) = m, 50 gilt f(z) = z und f(1 —~.'l') =1-z
fir obiges w und b. Es ist nun f'(z) = wf(z)(1 - f(z)) = wz(l — z) und f'(1 - z) =
wf(l—2z)(1- f(1-2)) = wz(l - ), fir die Konvergenz muB nun gelten wz(1l — z) < 1.

2(1- 1)2(1n(z)2;1_n§1 - z)) <1

NNERNE ST TS\
l1-2 2z(l-z) 2\1-z =z

1 1 l-z 1 =z\ 1 x 1-1z
—5(1_x‘m‘;+;)—5(1_m‘ z )
T

Sei weiter t := In(7%5), so ergibt sich folgende Gleichung;:

1-z

t> %(exp(t) — exp(—t)) = sinh(?),

sinh hat eine Tangente in 0 mit Steigung 1 und fiir ¢ > 0 ist die Steigung von sinh gréfler 1 und
fiir ¢t < 0 ist die Steigung von sinh auch gréfler 1, also muf gelten:

z 1
1<0& —<lez< =
-2 TS
Fir z < % sind also  und 1 — z anziehende Fixpunkte, d. h. f konvergiert gegen z in einer
Umgebung von z und f konvergiert gegen 1 — z in einer Umgebung von 1 — z. Nun zum
Einzugsbereich der Fixpunkte

f(.’ltl)<l<$ 1

1
2 1 + exp(—2bz; + b) < 2 <
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exp(—2bz; —b) > 1 (In ist monoton wachsend) & —2bz1+5>0
1 z 1 1
&1 < 2’ ebenso folgt f(z1) > 2 &> 3"
Als Ergebnis hat man nun:

1 ~
T, < 3" f*(z1) — z und

1 -
w1>§:f”(m1)—>1—:vﬁir

1 .
1+ exp(—b(2z — 1)) mit
_In(z) —In(1 - z)
B 2z — 1 '
In Abbildung 4.1 sind fiir b = 2.5 und b = 3.0 die Kurven dargestellt, wobei auch die Kurve
y(z) = z eingezeichnet ist.
Fiir konstanten FehlerriickfluB sollte wz(1 — z) = 1 gelten, dies geht wegen obiger Konvergenz-

bedingung wz(1 — z) < 1 nur fir z = 1, was w = 4 und b = 2 liefert.

(Mit I’ Hospital erhilt man dies auch wie folgt:

f(z) =

b

In( =%
w= lim 2 Ser) =
z—1 2z — 1

1 1
=027 1
lim 2& = lim

P, 2 =1 2(1— 1) -

4=>b=2.

)

Fir w = —2b und b = m)%l_—z)- ergibt sich ein Oszillatorknoten, d. h. f(z) =1 — z und

f(l — ) = z. Zur Speicherung kann auch ein solcher Oszillatorknoten verwendet werden, denn
wird seine Aktivierung zum Zeitpunkt ¢t auf 2 oder 1 —z gesetzt und nachfolgend nicht erheblich
gestort, so ist spiter zu jedem Zeitpunkt erkennbar, ob zum Zeitpunkt ¢ die Aktivierung auf z
oder 1 — z gesetzt wurde.

Man sieht deutlich, daBl das Vorhandensein von Attraktoren und ein konstanter Fehlerriick-
fluB sich widersprechende Ziele sind. W&hlt man feste Attraktoren z,(1 — z), so kann es zu
Vergréflerung des Fehlers kommen, falls die Aktivierung der Einheit zwischen z und (1 — z)
liegt. Liegt andererseits die Aktivierung der Einheit zwischen 0 und z oder zwischen (1 —z) und
1, so vermindert sich der zuriickgegebene Fehler. Trotzdem kann man bei Problemen, bei denen
man zur Losung der Aufgabe nicht zu weit in die Vergangenheit schauen muf}, Attraktoren fest
wihlen. Man kann diese Methode evtl. noch verbessern, falls man alle Fehler mit dem Faktor
v = max1<l<6£1)| 5:=D)] multipliziert. Dadurch erhdlt man eine Vergroflerung bzw. Verkleinerung
aller Fehler, was einer gesteuerten Lernrate gleichkommt.
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Abbildung 4.1: Hier sind die Kurven f(z) = Wlb(u—lﬁ und y(z) = z dargestellt. Fir die
Kurve oben wurde b = 2.5 und fiir die Kurve unten wurde b = 3.0 gewdhlt. Die Schnittpunkte der
Kurven mit der Winkelhalbierenden sind die Attraktoren der Kurven, aufler der Schnittpunkt
bei x = 0.5, welcher ein abstoflender Fizpunkt ist.
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4.1 Variable Gewichte

Einen konstanten Fehlerriickflu erhilt man, falls man wix(t) = m setzt. Hier erhilt man
k
nun folgende Ableitung dieses Gewichts nach den anderen Gewichten:

Owr(t) _ S (se(t)) T Oyom(t) 0]
322’1 - _(fz'f(Skk(t)))2 (,zm;#k éTijw“ + 8ikz;(t) + 'akaijyk—m(t))

I=m+1,l#k

Owir(t) f(sk(2)) 1 C0)) mtn Om(t) s
7 Ty <1+<f,z<Sk<t)>>2y’°""(t))‘ (f/c(sku)))Z( 2 Towy T ’(t))

Owik(t) _ _ i (sk(2)) ass Oym®) o
7 Tow; (fh(sk(0))” + FH(sk(8))yr-m (2) (1=m§1:,l;ék dw;; T ik ’(t)) '

Wegen

m+n
6?/’“‘6’”7(:-"1) = fr(sk(?)) ( > 53/511:](0

I=m+1,l#k

wir + 8ikz;(t) + w(t)yk m(t)) gilt

Ok—m(t+ 1) [ F(3(1)) Yb—m (t) ]
dug ) [ T 1o () pen(D)

( "i":" 63/1_—m(t)wkl +5ik2j(t)) .

I=m+1,l#k Owi;

fL'(s;(t))yk-m(t)
(FLGsk () +£2 (55 (£)) Yk —m (t)

fahrensfehler dieser Grofle. Fiir lineare Funktionen ist dieser Term gleich 0, will man aber At-
traktoren haben, so kann keine lineare Funktion gew&hlt werden. Bei nichtlinearen Funktionen
sollte man welche mit grofler Steigung und kleiner Kriimmung wéhlen, um den Verfahrensfehler
klein zu halten. Man kann evtl. um 0 eine lineare Funktion und ab einer bestimmten Grenze
eine Funktion mit gréflerer Steigung wéhlen.

Fiir Attraktoren hat man die Gleichung z = f ( 7i (m)) Sei nun f(z) = ka", deshalb gilt

f'(z) = knz™ !, somit erhilt man

z 1 " 1
f (m) =k (knz.n—Z) T pn—1pngpn(n-2)°
Also gilt fiir den Attraktor z,:

Beriicksichtigt man den Term

nicht, so ergibt sich ein relativer Ver-

n—1
k"_ln"x;‘z_z""’l =1¢& nk:"_lTL"_I:I:(S"_I)2 =lon (knz‘;‘_l) =1

1 1 1
k n—1 — n—1 — .
< 'rL-Ta =4 xa k.,n n—\l/ﬁ n—1 kn n—\l/ﬁ
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Man wihlt im Intervall [—z,, z,] eine lineare Funktion und auflerhalb dieses Intervalls die
Funktion f(z) = kz™, fiir welche man folgenden Verfahrensfehler hat:

f”(w)y B 1

(F(@) + f(a)y Gl 11

1 ~ 1 .
k2n2g2n—2 - k )
=7y 71 e +1

falls der relative Verfahrensfehler kleiner ¢ sein soll. Betrachtet man nur den Fall fiir positives z
und y (der negative Fall ist symmetrisch), so ist z = z, das minimale z, fiir das diese Gleichung
gilt. Nimmt man eine nicht zu starke Anderung in der Aktivierung an, so kann man y = z = z,
setzen, womit man nun folgende Gleichungen erhilt:

1

<ed& <e,

kn

1
kn 2_1"'1 n— lknn_\l/_+1

-7

wegen (n — 1) "3/n > —1, fir n < 1, ist dies dquivalent zu

1—c¢ 1

1
m-Da " e “(n-1)vn

l<e+e

@(n—l)"_lTL(lETE.

Es muf} also n > 1 gewéhlt werden und je ndher n an 1 liegt, desto kleiner ist der Verfahrens-
fehler.
und man erhilt

Wihlt man logistische Aktivierungsfunktionen, so hat man w = h
einen konstanten FehlerriickfluB, doch man muf} auf Attraktoren verzmixten Denn setzt man
b = 2w so verschieben sich die Attraktoren laufend in Richtung 1 bzw. 0 und w wéchst

schnell und stark an.
Setzt man hingegen b = ln(%) + we, falls der KFR-Knoten eine Aktivierung kleiner als %
hat und b = In(7%) + w(1 — c) bei einer Aktivierung gréfer als 1, so erhélt man 2 ‘Halbattrak-

toren’ z und 1 — z, d. h. f*(2) konvergiert gegen z nur fiir z < z < 1 und f"(2) konvergiert
gegen 1 — z nur fiir % < 2 < 1—1z. Doch auBlerhalb dieses Bereichs ergibt sich Divergenz. Man
sollte in diesem Fall versuchen, bei Episodengrenzen den KFR-Knoten auf % zu setzen und bei

kleinen Gewichten wird, je nach Eingabe, eine der beiden ‘Halbattraktoren’ angestrebt.

4.2 Linearer KFR-Knoten

Nun zur linearen Aktivierungsfunktion f(z) = kz, wobei der KFR-Knoten ein Gewicht von #
auf sich hat. Sei z(t) = z! 4+ S(t) die entscheidende Information zum Zeitpunkt ¢, welche im
KFR-Knoten gespeichert werden soll, um spéter eine gewiinschte Ausgabe zu erzeugen. Wobei
z! die Information enthdlt und S(t) eine Stérung bedeutet, d. h. S(¢) beinhaltet Information,
welche nicht in dem KFR-Knoten gespeichert werden muB. Weiter sei z(t + 1) = S(t + 1) die
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Netzeingabe zu spéteren Zeitpunkten, wobei S die Stérung des KFR-Knotens durch die Eingabe
ist, somit ergibt sich wegen y(u+ 1) =k (%y(u) + S(u)) =y(l)+ kS(1)

v—1
y(t+v) = kz! +y(t — 1)+k25(t+l).
=0
Also ist das Verhéltnis von Storung des KFR-Knotens durch die Netzeingabe und der im KFR-
Knoten abgespeicherten Eingabe unabhdngig von der Steigung der Aktivierungsfunktion des
KFR-Knotens. Die Steigung skaliert nur die Aktivierung, d. h. die lineare Einheit hat bei
kleiner Steigung eine nicht so starke Aktivierung,.

Um die Stérungen S(t+1) des KFR-Knotens durch die fiir die Speicherung der Information
in dem KFR-Knoten unwichtigen Eingaben zu vermindern, ist es besser, wenn der Fehler nicht
konstant zu den fritheren Eingaben flieit, sondern gewichtet wird. Hierzu kann man einige Kno-
ten verwenden, welche die Zeit zwischen den Grenzen der Eingabesequenz reprisentieren, oder
man verwendet die Eingabeknoten und die versteckten Knoten des Netzes. Von diesen Knoten,
welche die Zeit oder den Zustand des Netzes festlegen, fiihren Verbindungen zu einer Gewich-
tungseinheit. Die Aktivierung dieser Einheit wird zu jedem Zeitpunkt mit der Netzeingabe des
KFR-Knotens multipliziert, wodurch man die neue Netzeingabe des KFR-Knotens erhilt, somit
hat man eine Gewichtung der Netzeingabe des KFR-Knotens durch die Zeit bzw. durch den
Zustand des Netzes. Die resultierende Einheit, d. h. der KFR-Knoten und die Gewichtungs-
einheit, ist dhnlich einer Sigma-Pi Einheit aus [RHW86] auf Seite 353, wobei hier der Teil der
Netzeingabe, welcher durch die Einheit selbst erzeugt wird, nicht mit der Gewichtungseinheit
multipliziert wird, da man einen konstanten Fehlerriickflufl haben will.

Ist der Gewichtungsknoten y, ein logistischer Knoten, so kann man als Gewichtung 2y, ver-
wenden. Die richtige Gewichtung wird gelernt, indem man iiber y, zu den Einheiten propagiert,
welche die Zeit oder den Zustand des Netzes reprisentieren, und so die Gewichte von diesen
Knoten zu der Gewichtungseinheit y, entsprechend &ndert.

Diese Gewichtung ist auch vorteilhaft, wenn iiber den KFR-Knoten verschiedene Fehler
zuriickflieBen, dann kann sich der gréfite Fehler durchsetzen und die Einheit wird verwendet,
um diesen Fehler zu minimieren.

Ist die Steigung £ = 1 und setzt man die KFR-Einheit zu Beginn jeder Eingabesequenz
explizit auf 0, so hat der KFR-Knoten zum Zeitpunkt ¢ die Aktivierung

W)=Y e =3 a).
=1 =1

Man kann also die Ersatznetzstruktur fiir den KFR-Knoten von Abb. 4.2 verwenden. In
dieser Ersatznetzstruktur liegen an der KFR-Einheit zum Zeitpunkt ¢q die letzten ¢ — 1 Netz-
eingaben an, wobei alle Eingaben dieselben Gewichte zum KFR-Knoten besitzen.

4.3 Experimente zum konstanten Fehlerriickfluf3

Es wurden Versuche durchgefiihrt mit G1% und G}% aus Abschnitt 3.2.1, wobei das Netz die
nichste Eingabe und nach Anliegen von bygp zusdtzlich die gewiinschte Ausgabe vorhersagen
muflite. Tabelle 4.1 zeigt die Ergebnisse ohne Zeitreprisentation und Tabelle 4.2 zeigt die
Ergebnisse mit Zeitrepriasentation. Fiir die Zeitrepriasentation wurden 11 Knoten verwendet,
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Ersatzschaltbild fuer einen KFR-Knoten y, wo die letzten (q-1) Eingaben anliegen. Die Knoten unten symbolisieren

einen Eingabevektor und w ist der Gewichtsvektor von dem Eingabevektor zum KFR-Knoten.

Abbildung 4.2: Fiir einen linearen KFR-Knoten y mit Steigung 1.0 kann das hier gezeigte
Ersatzschaltbild verwendet werden. Es liegen an dem KFR-Knoten die letzten (¢ — 1) Eingaben
zum Zeitpunkt q an, falls die versteckten Knoten nicht bericksichtigt werden. Die Gewichte
von den einzelnen Eingaben zum KFR-Knoten sind immer dieselben. Propagiert man in diesem
FErsatzschaltbild, so muff man fir die Gewichtsinderung den Durchschnitt iber die letzten (¢—1)
FEingaben bilden.
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Versuchnr. | angel. Eingabeseq. | max. Fehler
1. 5 000 0.1
2. 5 600 0.2
3. 5 400 0.2
4. 4 000 0.3
5. 5 200 0.2

Tabelle 4.1: Versuch mit konstantem Fehlerrickflufl ohne Zeitreprdsentation. Der mazimale
Fehler ist der Absolutbetrag des Fehlers fiir die Ausgabeeinheit fir die gewiinschte Ausgabe. Es
ist die Anzahl der angelegten Eingabesequenzen angegeben.

womit sich 10 Intervalle darstellen lassen. Ist 0 < ¢ < 100 im :-ten Intervall, d. h. es ist
(#-1)%10 < ¢ < ¢ %10, so hat der Zeitknoten ¢ eine Aktivierung von ﬂ’;—g)io und der
Zeitknoten ¢+ 1 hat eine Aktivierung von i*l%g, alle anderen Zeitknoten haben die Aktivierung
null. Diese Reprisentation der Zeit wurde analog aus [Chr90] iibernommen, wo Koordinaten
in dieser Weise kodiert waren, um die Summe der Aktivierungen der Eingabeknoten auf dem
Wert 1.0 zu halten.

Das verwendete Netz hatte keine versteckte Einheit, eine lineare KFR-Einheit mit Stei-
gung 1.0, die 103 Eingabeeinheiten (incl. der Eins-Einheit) und 103 Ausgabeeinheiten (incl. der
gewiinschten Ausgabe). Es wurde die Lernrate @ = 1.0 verwendet und nach 400 angelegten
Eingabesequenzen wurde nur die KFR-Einheit trainiert mit @ = 0.01, d. h. es wurden nur Ver-
bindungen, die zum KFR-Knoten fiihren und Verbindungen, die von ihm wegfiihren, verdndert.
Nach 4 000 Zyklen wurde wieder, wie zu Beginn, das gesamte Netz trainiert, ohne die Verbin-
dungen zum KFR-Knoten zu &dndern, mit einer Lernrate von o = 1.0. Die KFR-Einheit wurde
zu Episodenanfang, d. h. zu Anfang jeder Eingabesequenz, auf 0 gesetzt, um vorher gespeicherte
Information zu 16schen; wiirde man die gewiinschte Ausgabe bei der nichsten Eingabe wieder
zuriickfiittern, wie in Abschnitt 3.3, so wire explizites Zuriicksetzen nicht notwendig,.

Da von der Struktur in der Eingabesequenz kein Gebrauch gemacht wurde, wurden fiir
zusitzliche Tests Eingabesequenzen E = (e1,e1,€2,...,€101) verwendet mit e; € {z,a} und
e; € {b1,bg,...,b100} fiir 2 < 7 < 101. War bei einer Eingabesequenz e; = a, so sollte nach
Abarbeitung von ejo; der Wert 1.0 ausgegeben werden und fiir e; = z sollte nach Anliegen
von eqg; der Wert 0 ausgegeben werden. Tabelle 4.3 zeigt die Ergebnisse fiir diesen Fall, wobei
obige Zeitreprisentation verwendet wurde.

4.4 Neuronaler Langzeitspeicher

Bis jetzt besteht die KFR-Einheit aus einem linearen Knoten (4, fi(z)) = (%,kz), mit dem
Gewicht w;; = % auf sich, und einem Gewichtungsknoten y,, welcher die Netzeingabe fiir den
Knoten ¢ in Abhédngigkeit des Netzzustandes oder der Zeitrepriasentation gewichtet.

Man kénnte nun statt eines linearen Knotens mehrere lineare Knoten verwenden, bei de-
nen die Netzeingabe allesamt durch y, gewichtet wird. Damit wird erreicht, dal komplexere
Information gespeichert werden kann und man erhilt eine Art ‘Speicherzelle’.

Wihrend der KFR-Knoten lernt, miissen alle von diesem Knoten ausgehenden Gewichte
exakt berechnet werden, z. B. muf oft ein Wert von 0 erreicht werden, da der KFR-Knoten erst
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Versuchnr. | angel. Eingabesequ. | max. Fehler
1. 4 200 0.12
2 4 200 0.28
3 4 200 0.39
4. 4 600 0.37
5. 4 200 0.16
6 4 400 0.26
7 4 800 0.30
8. 4 600 0.21
9. 4 800 0.28
10. 4 200 0.18
11. 4 200 0.12
12. 4 200 0.05
13. 4 800 n.g.
14. 4 200 0.09
15. 4 800 0.34
16. 4 200 0.08
17. 4 200 0.22
18. 4 800 0.21
19. 4 600 0.25
20. 4 200 0.12
21. 4 200 0.24
22. 4 200 0.16
23. 4 200 0.08
24. 4 400 0.23
25. 4 200 0.23
26. 4 200 0.27
27. 4 800 n.g.
28. 4 200 0.19
29. 4 400 0.27
30. 4 600 0.21

Tabelle 4.2: Versuch mit konstantem Fehlerrickfluf mit Zeitreprdsentation. Der mazimale
Fehler ist der Absolutbetrag des Fehlers fiir die Ausgabeeinheit fiir die gewiinschte Ausgabe. Es
sind die angelegten Eingabesequenzen angegeben. Die Abkiirzung ‘n.g.’ bedeutet, dafi bei 4 800
angelegten Fingabesequenzen der mazimale Fehler iber 0.40 lag.
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Versuchnr. | angel. Eingabesequ. | max. Fehler
1. 4 200 0.07
2 4 200 0.21
3 4 200 0.27
4. 4 800 n.g.
5. 4 600 0.32
6 4 200 0.06
7 4 600 0.27
8. 4 200 0.06
9. 4 200 0.22
10. 4 400 0.07
11. 4 200 0.15
12. 4 200 0.13
13. 4 600 0.28
14. 4 600 0.26
15. 4 200 0.18
16. 4 200 0.18
17. 4 200 0.16
18. 4 600 0.15
19. 4 200 0.18
20. 4 200 0.12
21. 4 200 0.06
22. 4 200 0.10
23. 4 200 0.12
24. 4 200 0.25
25. 4 200 0.22
26. 4 200 0.11
27. 4 200 0.11
28. 4 200 0.06
29. 4 200 0.13
30. 4 400 0.26

Tabelle 4.3: Versuch mit konstantem Fehlerrickfluf8 mit Zeitreprdsentation, aber ohne Struktur
in der Fingabesequenz. Der mazimale Fehler ist der Absolutbetrag des Fehlers fiir die Ausgabe-
einheit fir die gewinschte Ausgabe. Es sind die angelegten Eingabesequenzen angegeben. Die
Abkiirzung ‘n.g.’ bedeutet, dafl bei 4 800 angelegten Eingabesequenzen der mazimale Fehler diber
0.40 lag.
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eine hohe und dann wieder eine geringe Aktivierung besitzt. Diese Aktivierungsdifferenz ist
evtl. nur fiir eine einzige in der Zukunft liegende gewiinschte Ausgabe o von Interesse, d. h. alle
zeitlich vor dieser gewiinschten Ausgabe o liegenden Ausgaben werden von dem KFR-Knoten
nur gestort. Diese Storung koénnte verkleinert werden, wenn man zu jedem Zeitpunkt eine zu
Yy analoge Einheit y, hat, die mit dem linearen Knoten multipliziert wird, um so die Ausgabe-
aktivierung zu erhalten. Der Knoten y, hat Verbindungen von den Zeitreprasentationsknoten
oder von den Eingabeknoten und versteckten Knoten, somit wird die Netzausgabe der linearen
Knoten gewichtet. Die linearen Knoten werden dann vor allem verwendet, den gréfiten Fehler
zu minimieren, da dieser Fehler die Gewichte von y, am stirksten dndert und somit laufend
stirker gewichtet wird.

Nun hat man ein ‘Speichermodul’ (g,a,(?,...,%)) mit den linearen Knoten 4y, ..., und
Netzeingabegewichtungsknoten g fiir diese linearen Knoten und Ausgabegewichtungsknoten
a fiir diese linearen Knoten. Der Knoten g ist dafiir verantwortlich, dafl zur richtigen Zeit
Information abgespeichert wird und a holt die gespeicherte Information zu einem bestimmten
Zeitpunkt aus dem Speicher.

Falls die Gewichtungseinheit a bzw. g eine logistische Einheit ist, sollte fiir die Gewich-
tungsfunktion G gelten: G(0) = 0, G(0.5) = 1 und G(1) = k. Verwendet man fiir G eine
Potenzfunktion, so gilt G(z) = kz?, falls z = % ist. Somit erhdlt man eine Gewichtung von
G(Yg/a(t)) zum Zeitpunkt ¢.



Kapitel 5

Problem der Ressourcenbeschaffung

Sowohl beim Zeitiiberbriicker-System als auch beim konstanten FehlerriickfluB werden die re-
kurrenten Knoten verwendet, die einfachste Aufgabe zu l6sen. Dies ist bei G”l’_1 und G”z’_1
aus Abschnitt 3.2.1 der Fall, dort werden die rekurrenten Knoten auf einen Wert nahe an 1.0
bei logistischen Knoten und eine hohen negativen oder positiven Wert bei linearen Knoten ge-
setzt. Dies geschieht durch betragsmaiflig hohe Gewichte vom Eins-Knoten und durch starkes
positives Gewicht des rekurrenten Knotens auf sich. Der rekurrente Knoten fungiert dann wie
der Eins-Knoten und driickt die Aktivierung fiir die Vorhersageeinheiten von b; auf 0. Ist der
rekurrente Knoten ein logistischer Knoten, so ergibt eine Aktivierung nahe bei 1.0 eine kleine
Ableitung, d. h. die Verbindungen zu diesem Knoten dndern sich nur sehr langsam.

Tabelle 5.1 zeigt die Verbindung von der Eins-Einheit zu einem solchen rekurrenten Kno-
ten beim Zeitiiberbriicker-System, wobei die Lernrate o = 1.0 verwendet wurde. Die einzelnen
Gewichte wurden in Abstéinden von 1 000 angelegten Eingabesequenzen von G1°° und G3°° aus-
gegeben, wobei die erste Ausgabe nach wenigen tausend angelegten Eingabesequenzen erfolgte.
Ansonsten war die Architektur des Zeitiiberbriicker-Systems wie in Abschnitt 3.3.

Bei einer Anderung der Gewichte zu den rekurrenten Knoten hat dies EinfluB auf die Akti-
vierung von p 4+ 1 Ausgabeeinheiten bei jedem Schritt. Der durch die Anderung der Gewichte
zu einem rekurrenten Knoten erzeugte zusitzliche Fehler kann grofler sein als der evtl. selten
auftretende Fehler, fiir den die rekurrente Einheit ben6tigt wird.

Die rekurrente Einheit wird fiir Aufgaben ver(sch)wendet, die auch ohne diese Einheit gelost
werden konnen. Sollen beispielweise I Ausgabeknoten eine konstante Aktivierung von 1.0 haben
und soll mit einer zusdtzlichen Ausgabeeinheit eine andere Aufgabe gelost werden, so werden die
rekurrenten Knoten auf 1.0 gesetzt und dazu verwendet, die Aktivierung der / Ausgabeeinheiten
auf 1.0 zu setzen.

Bei Aufgaben mit fiir die jetzige gewiinschte Ausgabe wichtigen in der Vergangenheit lie-
genden Eingaben ist dieses Problem besonders gravierend, da erst Aufgaben gel6st werden,
bei denen man nicht weit in die Vergangenheit sehen mufl und hierzu alle verfiigbaren Kno-
ten verwendet werden. Dies erschwert zusitzlich das Lernen mit fiir die gewiinschte Ausgabe
relevanten zuriickliegenden Eingaben.

Elman [Elm91] begegnet diesem Problem, indem er schrittweise versteckte Knoten zu seinem
Netz hinzuaddiert. Auch Ash [Ash89] und Miiller und Reinhardt [MR90] addieren eine ver-
steckte Einheit hinzu, falls die Fehlerabnahme unter eine feste Grenze fillt. Yamashita, Hirose
und Hijiya [YHH91] schlagen auch diese Methode vor, nur dafl die letzte hinzugefiigte Einheit
entfernt wird, falls keine Leistungsverbesserung eingetreten ist. Fahlman und Lebiere [FL90]
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angel. Seq. | Kno- | Kno- | Kno-
in1000 [tenl|ten2 |ten3

1 2.32 | 2.33 | 3.68
2 2.27 | 2.22 | 3.72
3 2.20 | 1.99 | 3.74
4 2.14 | 1.23 | 3.73
5 2.85 | 1.22 | 3.72
6 1.79 | 1.24 | 3.70
7 1.08 | 1.54 | 3.68
8 1.04 | 1.57 | 3.66
9 1.02 | 1.56 | 3.63
10 1.00 | 1.54 | 3.60
11 — — 3.56
12 — — 3.51
13 —- —- 3.45

Tabelle 5.1: Aufgelistet ist die Verbindung von der Fins-Finheit zu einem rekurrenten Knoten
beim Zeitiberbricker-System, wobei das Gewicht erstmals nach wenigen tausend angelegten
FEingabesequenzen aufgefiihrt wurde.

fiigen auch eine versteckte Einheit hinzu, welche einer ganzen Lage entspricht, und trainieren
nur diese Einheit, wihrend das iibrige Netz eingefroren wird. Alle Lagen haben Verbindungen
zu den dariiberliegenden Lagen. Es werden also bei den bisher beschriebenen Methoden zu
festen Zeitpunkten dem System zusétzliche Mittel zur Verfiigung gestellt, um eine Aufgabe zu
16sen.

Besser wire es jedoch, wenn das Netz selbst feststellen konnte, wann neue Mittel nétig
sind, d. h. wann keine Leistungsverbesserung mehr zu erkennen ist. Eine Moglichkeit ist eine
Gewichtselimination wie Chauvin [Cha90] vorschligt. Hierbei geht in die Fehlerfunktion die
Anzahl und der Betrag der Gewichte ein, wobei der zusdtzliche Fehler mit der Anzahl und dem
Betrag der Gewichte wichst. Es wird also eine Losung des Problems mit wenig und kleinen
Gewichten gesucht, d. h. es werden Ressourcen zuriickgehalten. Doch bei grofierer Anzahl von
Knoten ist nicht sichergestellt, daB nicht viele betragskleine Gewichte zu einer starken Aktivie-
rung des Knotens fiihren. Auflerdem ist es nicht von Nachteil, falls bei groen Gewichten die
Netzeingabe trotzdem um 0 liegt, da sich die groen Gewichte gegenseitig ausloschen konnen
und so der Knoten fiir weitere Aufgaben zur Verfiigung steht. Auch bei der von Hanson und
Pratt [HP90] angeregten Methode wird die Fehlerfunktion modifiziert, hier aber so, daB die ver-
steckten Einheiten auf eine Netzausgabe von Null trainiert werden. Hertz [JHP91] beschreibt
einen Algorithmus, bei dem die Gewichte, welche nicht relevant fiir das Netzverhalten sind, auf
Null gedriickt werden. Weigend [ASWH91] 148t die Komplexitét des Neztes in die Fehlerfunk-
tion eingehen, wobei ein komplexeres Netz einen grofileren Fehler erhélt. Bei Weigend ist die
Komplexitdt aber lediglich durch die Anzahl der Verbindungen bestimmt. Ein Weg zur Lsung
des Problems wird von Honavar und Uhr [HUS88] vorgeschlagen, hier kann das Netz seine eigene
Topologie verandern, indem Verbindungen geschaffen und neue Knoten hinzugefiigt werden.

Nachdem das Netz trainiert wurde, kann die Relevanz der Gewichte fiir das Verhalten des
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Netzes berechnet werden. So werden bei der von Mozer und Smolensky [MS89] bevorzugten
Methode die partiellen Ableitungen berechnet, um die Wichtigkeit der Verbindungen fiir die
Netzausgabe zu erhalten. Karnin [Kar90] berechnet diese partiellen Ableitungen schon wihrend
der Lernphase. Und Le Cun [YLS90] verwendet zur Berechnung der Relevanz der Gewichte die
2. Ableitung der Fehlerfunktion.

Braucht das Netz zusétzliche versteckte Knoten, welche noch keine Aufgabe {ibernommen
haben, so sollte diese Ressourcenbeschaffung vom Netz selbst durchgefiihrt werden und dies
sollte erkannt werden, aufgrund mangelnder Leistungsverbesserung des Netzes.

Die Giite des Netzes zum Zeitpunkt ¢ sei gegeben durch G(t) := 1 Y°?_; E(t—s), dem Mittel-
wert der letzten s Fehler, wobei s > rp sein sollte, d. h. s sollte mindestens r Eingabesequenzen

T o )l

wobei hier [.] die Gaul-Klammer ist.
Sei weiter

maXo<i j<u | AGu()(7) — AGL(1)(7) |
maxosigu ' AGu(t)(l) l ’

d. h. V ist ein MaB fiir die Verbesserung des Netzes wiahrend der letzten us Schritte.

Man definiert mit Vg (t) = 3 4, (1)=¢ Mk (ck—yk(t))? den Fehler fiir die Nichtausgabeeinheiten
zum Zeitpunkt ¢, wobei der Fehler des Knotens k£ mit A gewichtet ist. Fiir einen logistischen
Knoten k ist ¢ = 0.5 und fiir einen linearen Knoten ist ¢; = 0.

Hieraus ergibt sich ein neuer Gesamtfehler Eges(t) zum Zeitpunkt ¢ mit Eges(t) = E(t) +
F(V(t))VE(t). F sollte eine positive, monoton steigende Funktion sein, welche unterhalb einer
Schwelle die 0-Funktion ist, d. h. ¢ < v = F(z) = 0. Letzte Bedingung ist deshalb notwendig,
da iiber die versteckten Knoten Fehler zuriickflieBen, die beliebig klein sein kdnnen, aber den-
noch wichtig sind. Das Gesamtziel ist es E(t) zu minimieren, aber die letzte Gleichung kénnte
minimiert werden, indem man F(V(t)) minimiert, also einen konstanten Fehler E(t) erzeugt,
deshalb wird 3_1‘;%?)1 = 0 gesetzt.

V(t) =



Abschlieflende Betrachtungen

Die lange Lernzeit bzw. Instabilitdt wihrend des Lernens bei rekurrenten Netzen, welche Infor-
mation abspeichern sollen, um spéiter eine gewiinschte Ausgabe zu erzeugen, resultiert daraus,
daB der EinfluB einzelner Gewichte auf die Netzausgabe von anderen Gewichten abhéngig ist.
Diese Abhédngigkeit wichst exponentiell mit der Zeitspanne der Abspeicherung der Information,
wie in Kapitel 2 gezeigt wurde.

Durch eine Reduktion der Eingabesequenz bei einer fiir 10 Zeitschritte gespeicherten Infor-
mation wurde eine Leistungsvervesserung um den Faktor 25 erreicht, gegeniiber herk6mmlichen
BP-Algorithmen aus Kapitel 1 (Siehe Abschnitt 3.2.1). Wollte man jedoch die gesamte Ein-
gabe vorhersagen, so wurde mit den sonst iiblichen Algorithmen iiberhaupt kein Erfolg erzielt,
im Gegensatz zu der neuen Methode mit Kausaldetektoren. Bei einem komplexeren Beispiel
(3.2.2) und bei einer Eingabesequenz mit verschiedenen Komplexitédtsstufen (3.2.3) konnte mit
den BP-Lernalgorithmen aus Kapitel 1 ebenfalls kein Lernerfolg innerhalb der verfiigbaren Re-
chenzeit verbucht werden. Durch eine Reduktion der Eingabesequenz mit Kausaldetektoren
konnte die Aufgabe gelost werden.

Das in 3.3 vorgestellte Zeitiiberbriicker-System kann die mehrstufigen Kausaldetetoren in
ein System von nur zwei Netzen zusammenstiirzen lassen. In diesem System werden alle Kom-
plexitiitsstufen erfat, d. h. es sind keine Uberlegungen iiber die Komplexitit der Eingabe
notwendig. Bei praktischen Verfahren kann es aber zu gegenseitig negativen Einfliissen der
Netze aufeinander kommen, so dafl kein ‘Real-Time’ Algorithmus und eine ‘Off-line’ Version
verwendet werden mufl. Auch hier wurde gezeigt, daBl es Aufgaben gibt, die durch das neuartige
Zeitiiberbriicker-System gelGst werden konnen, nicht jedoch mit herkémmlichen Methoden. Das
Zeitiiberbriicker-System ist fiir Aufgaben der Systemidentifikation geeignet, da hier ein einziges
Netz die Dynamik in der Eingabesequenz erkennen muf.

Sind in den Eingabesequenzen keine lokalen Strukturen vorhanden, so kénnen aber durch
eine Konzeption des Netzes, wie in Kapitel 4 vorgeschlagen wird, auch Aufgaben gelost werden,
bei welchen Information iiber gréflere Zeitrdume gespeichert werden mufl. Auch hier konnten
Aufgaben gelést werden, welche mit den Algorithmen aus Kapitel 1 nicht 16sbar waren. Die
Idee des konstanten Fehlerriickflusses kann zu einem neuronalen Langzeitspeicher ausgebaut
werden, welcher noch getestet werden mufl. Auch die in Kapitel 5 vorgeschlagene Methode zur
Ressourcenbeschaffung mufl noch getestet werden.

Haben in einer Eingabesequenz fiir ein neuronales Netz zeitlich weit auseinanderliegende
Eingaben EinfluB auf eine gewiinschte Ausgabe, so konnen mit den Methoden von Kapitel 3 und
Kapitel 4 manche Aufgaben innerhalb akzeptabler Rechenzeit gelost werden, im Gegensatz zu
den herkémmlichen BP-Lernalgorithmen. Liegen die relevanten Eingaben extrem weit ausein-
ander, so sind die neuartigen Methoden aus Kapitel 3 und 4 die einzig bekannten Lernverfahren,
um die Aufgabe in realistischer Zeit zu 16sen, da die anderen Lernverfahren zuriickliegende Ein-
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gaben exponentiell zur vergangenen Zeitspanne in den Gradienten der Fehlerfunktion eingehen
lassen.
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